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Resumo

SCHMEING, Ederson. Selecao dinamica de classificadores baseada em medidas
de complexidade. Orientador: Dr. André Luiz Brun. 2022. 79f. Dissertacao (Mestrado
em Ciéncia da Computagao) — Universidade Estadual do Oeste do Parana, Cascavel —
Parana, 2022.

A classificagdo de objetos é uma tarefa da area de Reconhecimento de Padroes. Ela
consiste em atribuir uma classe, dentre varias possiveis, a um objeto desconhecido. Esse
processo é realizado por meio de classificadores. Eles sdo fun¢oes matematicas formuladas a
partir do treinamento do(s) classificador(es), que fazem uso dos dados de um determinado
problema para realizar a aprendizagem. Classificadores monoliticos encontram dificuldade
em cenarios mais dificeis de classificacao. Eles podem nao atender a todo o espaco de
variabilidade do problema. Um Sistema de Multiplos Classificadores (SMC) tém sido
uma opc¢ao para tentar melhorar desempenho da tarefa de classificacao em relacao a
abordagem monolitica. Para isso, o SMC emprega diversos classificadores especialistas
em regides distintas do problema. A ideia é que, a partir de um conjunto de diferentes
classificadores se consiga absorver as variabilidades apresentadas pelos problemas. No
entanto, nem sempre todos eles sdo empregados na etapa de classificacao, sendo necessaria
a etapa de selecao de classificadores do conjunto. Para esta tarefa a selecao dinamica dos
classificadores tem se mostrado promissora. A arquitetura com que sao construidos os
sistemas de classificacao influencia no seu desempenho. Outra dificuldade do problema
de classificacao esta relacionada a complexidade dos dados. Ela impacta na forma que
os classificadores atuam e as informacoes acerca dela é obtida a partir das medidas de
complexidades. Estudos demostram que para resolver um problema dificil de classificagao,
uma melhor compreensao da complexidade dos dados pode ser interessante para selecao de
classificadores. Assim, neste trabalho, avaliamos as medidas de complexidade como critérios
base para a selecado dindmica de classificadores. A modificagao das abordagens classicas
da literatura resulta em maior acurdcia de 39,51% dos casos quando adicionamos as
medidas de complexidade. Enquanto a abordagem original corresponde a 28,4%. Empates
estiveram presentes em 35,8% dos casos testados. Este trabalho também apresenta o
ganho de informacao de 14 medidas de complexidade, o que sugere algumas desvantagens

do uso de algumas delas.

Palavras-chave: Sistemas de Multiplos Classificadores, Selecao Dinamica de Classifica-
dores, Dificuldade do Problema de Classificacdo, Medidas de Complexidade



Abstract

SCHMEING, Ederson. Dynamic selection of classifiers based on complexity mea-
sures. Orientador: Dr. André Luiz Brun. 2022. 79f. Dissertacao (Mestrado em Ciéncia da

Computacao) — Universidade Estadual do Oeste do Parand, Cascavel — Parand, 2022.

Object classification is a task in the field of pattern recognition. It consists of assigning a
class, among several possible ones, to an unknown object. This process is accomplished
by classifiers. They are mathematical functions built from the training of the classifiers,
which make use of the data of a given problem to obtain learning. Monolithic classifiers
find difficulty in more difficult classification scenarios. They may not cover the full range
of variability of the problem. Multiple Classifier Systems (MCS) have been an option in
order to improve the performance of the classification task before the monolithic approach.
For this, the MCS’s employ several specialist classifiers in different regions of the problem.
The idea is that, from a set of different classifiers, it is possible to absorb the variability
presented by the problems. However, not all of them are always used in the classification
step, being necessary the step of selection of classifiers from the set. For this task, the
dynamic selection has shown to be promising. The architecture with which classification
systems are built influences their performance. The difficulty of the classification problem
is also related to the complexity of the data. It impacts the way the classifiers act and
information about it is obtained from the complexity measures. Studies show that to
solve a difficult classification problem, a better understanding of data complexity can be
interesting for classifier selection. Thus, in this work, we evaluate the complexity measures
as selection criteria for the dynamic selection of classifiers. Modifying classical literature
approaches results in higher accuracy of 39.51% of the cases by adding the complexity
measures, while maintaining the original approach corresponds to 28.4%. Ties were present
in 35.8%. This work also presents the information gain of 14 complexity measures, which

suggest some drawbacks of using some of them.

Keywords: Multiple Classifier Systems, Dynamic Classifiers Selection, Classification

Problem Difficulty, Complexity Measures
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1 Introducao

O Reconhecimento de Padroes é a area de conhecimento que tem por objetivo a
classificacdo ou o reconhecimento de objetos em categorias ou classes considerando conhe-
cimentos prévios (DUDA; HART; STORK, 2001; KUNCHEVA, 2014). Esse conhecimento
é chamado de aprendizado, pois o classificador armazena informagoes acerca das classes e

as representa através de um modelo.

Uma classe contém objetos semelhantes que sao descritos por caracteristicas,
também chamadas de atributos. Um conjunto de dados nao homogéneo é formado por
objetos de diversas classes (KUNCHEVA, 2014; LORENA et al., 2021). Os classificadores
sao os elementos responsaveis por analisar um objeto desconhecido através da similaridade
de suas caracteristicas com aquelas conhecidas previamente e predizer a classe do novo

exemplar.

O resultado desejado no processo de classificacao é que os classificadores possam
fazer a atribuicao da classe com precisao. Para tal, a escolha de um classificador apropriado
para o problema é essencial. Todavia, devido a variabilidade dos problemas de classificacao,
um classificador escolhido para uma determinada instancia pode nao obter bons resultados

em outras no espaco do problema.

Segundo Wolpert e Macready (1997), ndo existe uma unica técnica de aprendizado
de maquina adequada para todos os tipos de problemas. Esse teorema é chamado de
"No Free Lunch Theorem'. Portanto, uma vez que nao existe um classificador ideal,
uma possibilidade é agrupar diversos classificadores como alternativa para tarefas de
classificacao. Essa é a premissa da combinacao de classificadores também apresentada na

literatura como Sistemas de Multiplos Classificadores (SMC) ou Ensemble Learning.

A combinagao de classificadores é uma técnica de aprendizagem que integra classifi-
cadores com o proposito de melhorar o desempenho e a precisao geral, de forma a superar
o resultado alcancado por um tnico classificador, apoiando-se no argumento de que as

varias opinides de um grupo sao melhores do que a opiniao de um tnico especialista.

Um SMC ¢é composto por trés etapas: geragao, selecao e integracao. Na primeira, um
pool de classificadores é treinado para criar um conjunto preciso e diversificado. Na segunda
etapa, é selecionado o classificador ou um conjunto de classificadores considerados mais
competentes. Na tltima etapa, as opinioes dos especialistas selecionados sao combinadas

para se obter a decisao final do sistema de acordo com alguma regra de combinagao.

A geracao dos classificadores pode ser realizada de forma homogénea ou heterogénea

na construgao do pool. A primeira forma utiliza algoritmos de um mesmo tipo, treinados
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em diferentes conjuntos de dados. Na segunda estratégia, entretanto, os algoritmos de

aprendizagem sao diferentes, mas treinados sobre o mesmo conjunto de dados.

A etapa de selecao pode ser realizada de forma estatica ou dindmica. Nas técnicas de
selecao estatica, um ou mais classificadores sao selecionados durante a fase de treinamento,
de acordo com um critério de sele¢ao estimado no conjunto de dados de validacao. O
mesmo conjunto de classificadores é usado para prever a classe de todas as amostras de

teste.

Nas técnicas de selecao dinamica, um tnico classificador ou um ensemble é selecio-
nado especificamente para classificar cada nova instancia. Com base em um conjunto de
classificadores, as técnicas de selecao dinamica consistem em encontrar um unico classifica-
dor ou um conjunto de classificadores para uma amostra de teste especifica. A premissa
das técnicas de selecao dindmica é que cada classificador é um especialista em regioes
distintas do espago do problema (KO; SABOURIN; BRITTO JR., 2008; BRITTO JR.;
SABOURIN; OLIVEIRA, 2014; CRUZ; SABOURIN; CAVALCANTI, 2018).

Na etapa de combinacao ou integragao, uma decisdo é tomada com base nas
saidas obtidas pelos classificadores selecionados conforme alguma regra de combinacao
(KITTLER, 1998; GUNES et al., 2003; KUNCHEVA, 2014).

A eficiéncia e o desempenho de um sistema de reconhecimento de padroes sao
diretamente influenciados pela arquitetura adotada. Porém, outro fator muito importante,

o qual também impacta no desempenho desses sistemas, sao os dados a serem analisados.

Estudos mostram que os dados influenciam no comportamento do modelo de
aprendizagem e que a complexidade do problema a ser resolvido é uma medida que

interfere diretamente na qualidade, na eficiéncia e na acuracia dos classificadores (HO;
BASU, 2002; MACIa; ORRIOLS-PUIG; BERNAD6-MANSILLA, 2010).

Um conjunto em que os dados estejam mais bem distribuidos no espago de caracte-
ristica tende a ser mais simples de se resolver, principalmente se linearmente separavel.
Por outro lado, em conjuntos de dados intrincados, nos quais ha sobreposicao de classes, a

tendéncia é estes serem mais complexos.

Uma forma de tentar estimar o grau de dificuldade de um problema sao as me-
didas de complexidades. Tais descritores buscam avaliar o quao discriminativos sao os
atributos; verificar até que ponto duas classes sao separaveis linearmente; encontrar a
regiao de fronteira de decisao entre as classes; indicar a dispersao dos dados; mensurar o
desbalanceamento entre as classes; considerar a correlagdo dos valores dos atributos com
as saidas; e determinar a densidade das classes (HO; BASU, 2002; SOTOCA; SANCHEZ;
MOLLINEDA, 2005; LORENA et al., 2018; LORENA et al., 2019).

Para isso, os métodos de selecao dinamica presentes na literatura procuram medir

a competéncia dos classificadores, buscando selecionar um ou mais elementos que sejam
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apropriados para classificar cada novo padrao. A competéncia é geralmente calculada
levando em consideragao uma regiao local em torno do novo padrao para encontrar seus
vizinhos. Para tanto, diferentes critérios de selecao sao utilizados. H4 métodos que usam
ranking (SABOURIN et al., 1993), acurdcia (WOODS; KEGELMEYER; BOWYER, 1997;
GIACINTO; ROLI, 1999; GIACINTO; ROLI, 2001; DIDACT et al., 2005), classificagdo
aleatéria (WOLOSZYNSKI et al., 2012), ordenagao (YAN et al., 2013), probabilidade
(WOLOSZYNSKI; KURZYNSKI, 2011), relacionamento (GIACINTO; ROLI, 2001), meta-
aprendizagem (CRUZ et al., 2015; CRUZ; SABOURIN; CAVALCANTTI, 2017), oraculo
(KO; SABOURIN; BRITTO JR., 2008), complexidade (BRUN et al., 2016; BRUN et
al., 2018), diversidade (SANTANA et al., 2006; KUNCHEVA; RODRIGUEZ, 2007),
ambiguidade (SANTOS; SABOURIN; MAUPIN, 2007) e manipulacdo dos dados (XIAO;

HE, 2009) - tudo a fim de determinar os classificadores selecionados.

A complexidade dos dados como critério de selegdo encontra-se em estagio inicial,
carecendo de pesquisas que analisem se as informagoes fornecidas pelas medidas de
complexidade tém relacdo com o processo de selecao de classificadores. No estudo de
Brun et al. (2016) notou-se que considerar a similaridade em termos de complexidade da

vizinhanca das instancias é uma estratégia promissora.

Segundo Ho e Basu (2002) e Macia, Orriols-Puig e Bernadé-Mansilla (2010), para se
resolver um problema de classificacao, compreender melhor a complexidade dos conjuntos
de dados em que os classificadores sao treinados e da regiao de competéncia do classificador
é uma estratégia interessante para a selecao de classificadores. Assim sendo, nesta pesquisa
buscou-se avaliar se as medidas de complexidade poderiam contribuir como critério de

selecao para selecao dindmica de classificadores em um SMC.

1.1 Hipotese, questao de pesquisa e motivacao

A hipotese deste trabalho consiste em considerar que as medidas de complexidade
pode contribuir para a selecao dinamica de classificadores, obtendo melhores resultados

diante de estratégias classicas presentes na literatura.

A principal questao da pesquisa é: O uso da complexidade dos dados como critério
para selecao do classificador ou dos classificadores de forma dindmica em um sistema de
multiplos classificadores pode contribuir para tarefas de classificacado? A motivacao da
pesquisa baseia-se na premissa de que classificadores treinados em conjuntos de dados
com complexidades distintas tendem a ter desempenhos diferentes de acordo com a
complexidade do problema. Dessa forma, ao se identificar um classificador treinado em
uma regiao com complexidade similar a da vizinhanca da instancia de teste, espera-se que

este esteja melhor preparado para classificar o exemplar em questao.

Além disso espera-se que, ao explorarmos a adocao de descritores de complexidade
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em cenarios de selecdo dindmica de classificadores possamos lancar alguma luz sobre a

analise dessa relagao, bem como contribuir com a area de reconhecimento de padroes.

1.2 Proposta

Desenvolvimento e avaliacao de uma estratégia para selecao dinamica de conjuntos
de classificadores com base nas informagoes sobre a complexidade dos dados usados no
treinamento dos classificadores e a acuricia dos mesmos na regiao de vizinhanga do
padrao de teste. Para isso, foram analisadas as vizinhancas das instancias pertencentes aos
subconjuntos de teste no espago de complexidade, ou seja, a nova amostra era projetada
dentro do conjunto de validagao. Em seguida avaliou-se a aplicabilidade da proposta
construida, comparando seu desempenho, em termos de acuracia, perante métodos presentes

na literatura.

1.3 Objetivo

Este trabalho teve como objetivo avaliar a contribuicao das métricas de complexi-

dade como critério de selecao para selecao dinamica classificadores.

1.4 Contribuicoes

o As métricas de complexidade que contribuem para a técnica DS;
o Métricas de complexidade que nao contribuem para a técnica DS;

o Uma andlise experimental de 21 conjuntos de dados contendo apenas duas classes
possiveis, na qual avaliamos o desempenho da técnica proposta frente a quatro

técnicas cldssicas de DS.

1.5 Estrutura do trabalho

Depois do Capitulo 1 ¢é apresentada a Revisao da Literatura, a qual esta dividida
em outros dois capitulos. No capitulo 2 sdo apresentados conceitos sobre a classificacao de
objetos e o Sistema de Multiplos Classificadores (SMC). No capitulo 3 sdo apresentadas e
detalhadas varias medidas de complexidade dos dados que tém como objetivo mostrar um

entendimento maior sobre o relacionamento dos dados.

A metodologia é detalhada no Capitulo 4, em que é descrito o funcionamento do
método proposto de forma genérica. Sao apresentadas cada uma de suas etapas, desde a

divisao do conjunto de dados, passando pela geracao do pool até a selegdo dos classificadores.
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Ja o capitulo 5 apresenta os experimentos e os resultados. E, por fim, o capitulo 6 detalha

a conclusao dos resultados. O apéndice 77 apresenta a primeira versao da metodologia.
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2 Classificacao

A classificagao consiste em atribuir uma classe apropriada a um objeto com base
em uma abstracao gerada usando um conjunto de padroes de treinamento. E o processo
de identificar a qual classe um objeto desconhecido pertence. A classificacdo é uma das

principais tarefas da area de Reconhecimento de Padroes.

O papel de um classificador é atribuir classes aos objetos ainda nao classificados.
Ele pode ser representado como um conjunto de fungdes matemadticas, aproximadas,
encontradas através do treinamento com dados que permitem fazer previsoes. Esse processo
é realizado pela aprendizagem de maquina (DUDA; HART; STORK, 2001; KUNCHEVA,
2014).

Um sistema de reconhecimento composto por um tnico classificador é chamado de
monolitico ou individual. Ele é responsavel por classificar todos os objetos desconhecidos.
Porém, atribuir a esse classificador a tarefa de cobrir toda a variabilidade do problema,
pode o desempenho do reconhecimento ser prejudicado, pois este classificador dificilmente
sera capaz de cobrir toda variabilidade presente em um dado problema. Além disso, escolher

o melhor classificador para solucionar todo o espaco do problema é uma tarefa desafiadora.

A expectativa é que o classificador faca a atribuicao da classe com precisao, com
base nas caracteristicas do objeto. Para isso, a escolha de um classificador adequado é
fundamental para a classificacgdo de um conjunto de instancias. Entretanto, o classificador
escolhido para uma tarefa pode nao ter o mesmo desempenho para outra. Identificar o
melhor classificador, de acordo com os dados a serem classificados, é um dos grandes
desafios de classificacao (KO; SABOURIN; BRITTO JR., 2008; KUNCHEVA, 2014).

Uma alternativa aos classificadores monoliticos é unir esforgos de varios classifi-
cadores para tentar mitigar o problema da escolha do classificador por tarefa, de forma
a cobrir toda ou a maior parte da variabilidade do espaco de classificagao, minimizar os
erros e aumentar o desempenho e a precisao desses sistemas. Essa é a ideia dos Sistemas
de Multiplos Classificadores (SMC), também conhecidos como Ensemble Learning, que
consiste em uma técnica de aprendizagem que combina varios classificadores fracos, a fim
de produzir um classificador forte, diminuindo o viés e a varidncia. Essa técnica é eficaz e
poderosa e permite aumentar consideravelmente o nivel de precisao da classificagdo em
comparagao a utilizacdo de sistemas monoliticos (KITTLER, 1998; GUNES et al., 2003;
KUNCHEVA, 2014; BRITTO JR.; SABOURIN; OLIVEIRA, 2014; CRUZ; SABOURIN;
CAVALCANTI, 2018).

O sucesso de se utilizar um SMC depende da diversidade do conjunto de classifica-

dores. Para tanto, os integrantes do conjunto devem ser diferentes, passiveis de cometer
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erros diversos nao relacionados e complementares, uma vez que nao ha razao para se
combinar especialistas que sempre apresentem a mesma opiniao (SHIPP; KUNCHEVA,
2002; KUNCHEVA; WHITAKER, 2003; BROWN et al., 2005). Um sistema de miltiplos
classificadores é composto por trés etapas: 1) geragao; 2) selegao; e 3) integragao, que
sao representadas na Figura 1 (BRITTO JR.; SABOURIN; OLIVEIRA, 2014; CRUZ;
SABOURIN; CAVALCANTI, 2018).

Na Figura 1, o SMC ¢ representado por suas trés etapas. Inicialmente, por meio
de um conjunto de dados de treinamento Xy, ¢ gerado um pool de M classificadores
C = {C,Cy,...,Cy}, os quais sdo, entdo, levados a um segundo passo para a sele¢ao
daqueles M’ classificadores que se mostrarem mais promissores, usando um conjunto de
validagao X,q, onde (M’ < M). Por tltimo, as saidas dos classificadores sdo combinadas

para se obter uma decisao final.

—————————————— "'-----l'--------------------"------I'--|
) Geragao 1 1,2) Selegéo 113) Integragéo ! '
- !
v !
Geragao dos Selecdo do(s) Combi'nag:éo dos +Deciséo
Classificadores Classificador(es) Classificadores | 1 A
1

A

1

1 1
1

Pool de ' :
1

1

1
Conjunto de 1 : 1
1 Classificadores : 1 :

Figura 1 — Etapas de um SMC. Adaptado de (BRITTO JR.; SABOURIN; OLIVEIRA,
2014; CRUZ; SABOURIN; CAVALCANTI, 2018)

A primeira etapa (Figura 1-1) é responséavel pela geragao de um pool de classifica-
dores com base em alguma estratégia de forma a construir um conjunto de classificadores

precisos e diversos. Tal processo é descrito com mais detalhes na Secao 2.1.

Na etapa de sele¢ao (Figura 1-2), busca-se escolher o classificador mais competente
ou um ensemble de classificadores (Ensemble of Classifiers - EoC) mais competentes para
o problema. Caso a opiniao de todos os classificadores do conjunto seja levada em conta, a

etapa de selecao é desnecessaria. Esta tarefa é descrita com mais detalhes na Secao 2.2.

Na etapa de combinagao ou integracao (Figura 1-3), uma decisao final é tomada
tendo em vista as opinides obtidas pelos especialistas, conforme uma regra de combinagao.
Essa etapa pode nao ser necessaria caso apenas um classificador tenha sido selecionado. A

combinacgao é descrita com mais detalhes na Secao 2.3.
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2.1 Geracao de classificadores

A geragao é o primeiro passo do processo de um SMC. Seu objetivo é criar um pool
de classificadores preciso e diversificado. Para isso, podem ser gerados conjuntos de dados
diferentes, a partir de um conjunto de dados original, ou usando varia¢oes dos parametros

dos classificadores, ou ainda, utilizando diferentes tipos de algoritmos de aprendizagem.

O pool de classificadores pode ser gerado por métodos homogéneos ou heterogéneos.
Os primeiros utilizam algoritmos do mesmo tipo no processo de geracao, variando os
parametros do método de aprendizagem ou o conjunto de dados. J& os heterogéneos
utilizam algoritmos diferentes no treinamento dos classificadores. As técnicas homogéneas
mais populares e mais aplicadas sdo o Bagging (BREIMAN, 1996), Boosting (FREUND;
SCHAPIRE, 1996) e Random Subspaces(HO, 1998). Tais estratégias sao detalhadas nas

secoes seguintes.

2.1.1 Bagging

O Bagging é um método proposto por Breiman (1996) que consiste em gerar,
a partir de um conjunto de dados original, varios subconjuntos de dados distintos, de
forma aleatéria, usando re-amostragem com reposicdo e mantendo a proporgao entre as
classes. Espera-se que, com a variacao dos elementos dos subconjuntos, a diversidade seja

alcangada.

A Figura 2 apresenta um exemplo de funcionamento do Bagging. Nela, é apresentado
um conjunto de dados de treino X4, composto de dez instancias, das quais seis pertencem
a classe a (a1, ag, as, ay, as, ag) e quatro a classe b (by, by, b3, by). Apds aplicagdo do método
com re-amostragem de 50% do tamanho do conjunto de treino, sdo gerados M subconjuntos
S1, 99, ..., Spr. Podemos observar que os subconjuntos gerados mantiveram a proporgao das
classes do conjunto de dados original, em que cada um foi composto por trés elementos da
classe a e dois elementos da classe b. Cada subconjunto Si, Sy, ..., Sy gerado é empregado

no treinamento de um classificador C', Cs, ..., Cy;.

2.1.2 Boosting

No Boosting, de forma semelhante ao Bagging, cada classificador é treinado usando
um conjunto de dados diferente. Porém, a principal diferenca em relacao ao Bagging
é que os conjuntos de dados re-amostrados sao construidos especificamente para gerar
aprendizados complementares, nos quais cada elemento busca aprender os erros cometidos

pelo classificador anterior, dentro da sequéncia de classificadores que vao sendo criados
(FREUND; SCHAPIRE, 1996).

O processo consiste em construir diversos classificadores de forma iterativa, variando
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Pool de

Classificadores

Figura 2 — Ilustracao do método Bagging para geracao de subconjuntos

o peso das instancias do conjunto de treino. Inicialmente é gerado um conjunto de dados,
no qual todas as amostras tém o mesmo peso. O conjunto formado é, entao, submetido a
um processo de classificacdo. Os elementos que forem classificados incorretamente terao
seus pesos aumentados para que, na proxima iteragao, tenham maior probabilidade de
compor o conjunto de dados de forma que os classificadores seguintes se concentrem nos
casos mais dificeis (FREUND; SCHAPIRE, 1996).

A Figura 3 ilustra o funcionamento da abordagem. O conjunto de treinamento X;,4in
¢ a entrada para cada etapa na interacao. Esta dependéncia ocorre devido a atualizacao
dos pesos de cada amostra. Na ilustracao, percebe-se que, a partir do conjunto de treino
original (em que todas as instancias tém o mesmo peso), é construido o subconjunto
S1. As instancias que compoem este conjunto sdo, entao, submetidas a um processo de
classificagdo. Aquelas que forem classificadas erroneamente terao seus pesos aumentados
para a iteragdo seguinte (formagao do subconjunto S;). Esse processo é realizado até
que M subconjuntos sejam gerados. Assim como ocorre no Bagging, cada subconjunto

S1, 9, ..., Sy gerado é empregado no treinamento de um classificador C, Cs, ..., C)yy.

O algoritmo de Boosting mantém a estratificacao dos dados em cada um dos
subconjuntos de forma a nao mudar as proporcoes entre as classes presentes no conjunto de
treino Xy,.q:n. Além disso, na etapa de avaliacao realizada em cada iteracao do algoritmo,

adota-se sempre o mesmo classificador.

2.1.3 Random subspaces

O Random Subspaces (RSS) é um método que gera os subconjuntos com base na
sele¢ao aleatdria de um determinado nimero de atributos (caracteristicas) sem repeticao.
Os atributos podem estar presentes em mais de um subconjunto, mas nao podem se repetir

em um mesmo subconjunto (HO, 1998).

Em cenérios em que um o conjunto de dados do problema de classificacao é formado

por um numero alto de atributos e com a possibilidade de que estes tenham caracteristicas
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Avaliagao Avaliagdo - Avaliagao

Figura 3 — llustracao do método Boosting para geracao de subconjuntos

parecidas, o método facilita a aprendizagem do classificador e consegue evitar a 'maldi¢ao
da dimensionalidade’ (HO, 1998; KUNCHEVA et al., 2001; PONTI JR., 2011).

O termo 'maldi¢ao da dimensionalidade’ se refere a varios fendémenos que podem
ocorrer na analise de dados em espagos com muitas dimensoes (atributos), muitas vezes
com centenas ou milhares de dimensoes. Aprender a partir de um espacgo de caracteristica
de alta dimensionalidade requer uma quantidade enorme de dados de treinamento para
garantir que haja varias amostras com cada combinacao de valores. Tal necessidade pode
incorrer no gasto de um tempo consideravel ou até mesmo levar ao esgotamento dos
recursos computacionais. OQutro ponto é que nem todos os atributos podem ser relevantes,
muitos dos quais ndo implicando em melhoria no desempenho do classificador (BELLMAN,
2015).

A Figura 4 apresenta um exemplo do processo do Random Subspaces, a saber:
com base no conjunto de treino Xy,q;, em que cada instancia é formada por d atributos
(f1, fo, f3, -, fa), dos quais sdo sorteadas quatro, sem repeticao, para compor cada um dos

M subconjuntos Sy, Sy, ..., Sy, que serdo empregados no treinamento dos classificadores
C1,Cy, ..., Cyy.

2.1.4 Geracao direcionada por complexidade

Na pesquisa de Macia, Orriols-Puig e Bernad-Mansilla (2010) relatou-se que
os problemas reais disponiveis ndo cobrem todo o espago da complexidade e, por isso,
nao possibilitam testar completamente o comportamento dos classificadores na regiao de

fronteira.

Assim sendo, segundo os autores, surge a necessidade de desenvolver um cenério
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Figura 4 — llustracao do método RSS para geragao de subconjuntos

de treino mais apropriado. Eles propoem o uso de selecao de instancias baseada em
uma técnica evolutiva multiobjetiva (Multi-Objective Genetic Algorithms) para gerar
conjuntos de dados que atendam a caracteristicas especificas estabelecidas por descritores
de complexidade. Nesse sentido, o algoritmo cria novas amostras sintéticas a partir das
amostras reais do problema. Estas novas instancias artificiais permitem oferecer uma

cobertura mais completa do espago de complexidade do problema.

No trabalho de Brun et al. (2018) um novo método de geragao de pools de classifica-
dores foi proposto com o objetivo de também formar conjuntos de instancias em que seus
descritores de complexidade estivessem mais bem dispersos no espago, permitindo uma
melhor representagao das variagoes de complexidade dos problemas. O objetivo dos autores,
além de aumentar a cobertura no espago de complexidade, foi tentar formar um conjunto
de classificadores que fosse acurado, de forma que quando adotados permitissem aumento

de acuracia em comparagao as estratégias tradicionais de geracao de subconjuntos.

A solucao proposta pelos autores empregou um algoritmo genético com funcgao
objetiva que combinava a acuracia dos classificadores treinados em cada subconjunto gerado
e a dispersdao dos conjuntos no espago de complexidade. Os classificadores com maior
acuracia sobre o conjunto de validagao que estivessem mais distante dos demais no espago de
complexidade apresentariam melhor fitting - ou seja, de encaixe mais assertivo, apropriado.
Dessa forma, a estratégia construida pode obter pools com cobertura mais efetiva do espaco
de complexidade e que, ao mesmo tempo, apresentaram melhor desempenho em termos de

acuracia.

O trabalho de Monteiro et al. (2021) descreve um método de geragao de pool de
classificadores considerando a diversidade encontrada na complexidade dos dados e nas

decisoes do classificador. O método é composto por duas etapas.

Na primeira delas, é avaliado o comportamento das medidas de complexidade
pertencente aos grupos de Medidas de Sobreposicao e Medidas de Vizinhanca, para cada

subconjunto gerado a partir de um conjunto de treinamento. Entao, é determinado quais
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medidas devem ser usadas de acordo com sua variabilidade, sendo que as medidas com

variabilidade mais alta sdo selecionadas.

Na segunda etapa, é realizada a geracao do pool de classificadores com base em
um algoritmo evolutivo multiobjetivo (Multi-Objective Genetic Algorithms), que otimiza a
diversidade na complexidade e no espago de decisao. Ele considera que cada subconjunto
de dados é um cromossomo e cada gene é uma instancia. O operador de crossover gera
um novo individuo (subconjunto de dados) trocando instdncias de dois subconjuntos
aleatérios. O processo de otimizagao explora a diversidade no espaco de complexidade
usando as métricas selecionadas na primeira etapa do método. O objetivo é maximizar a
distdncia média (dispersao) entre os subconjuntos de dados, considerando cada métrica
de complexidade calculada em pares. Também visa maximizar a diversidade no espago
de decisao usando a métrica de Falta Dupla, calculada nas decisoes dos classificadores

treinados em cada subconjunto de dados, também realizada em pares.

2.1.5 Diversidade entre classificadores

A diversidade, que estima o grau de concordancia e discordancia entre classifica-
dores, é considerada uma caracteristica essencial entre os componentes de um pool. Um
ensemble somente pode ter um desempenho melhor do que o melhor classificador individual,
quando existir diversidade entre os classificadores do conjunto (SHIPP; KUNCHEVA,
2002; KUNCHEVA; WHITAKER, 2003; BROWN et al., 2005). No entanto, devido a
complexidade de interpretacao da diversidade, nao ha, até entao, consenso com referéncia
a seu grau de influéncia na acuracia dos métodos. Um entendimento comum é que, quando
os classificadores cometem erros estatisticamente independentes, a sua combinagao tem

possibilidade de levar a um aumento no desempenho do sistema (PONTI JR., 2011).

Diversas métricas para medir a diversidade foram propostas na busca por um
entendimento aprofundado do seu papel na tarefa de classificacao e para calcular a relagao
entre a acuracia e a diversidade do conjunto (SHIPP; KUNCHEVA, 2002; KUNCHEVA;
WHITAKER, 2003). As medidas Estatistica Q, Correlagao, Falta Dupla e Discordancia
sao aquelas que estimam a diversidade entre pares de classificadores. Por outro lado, as
medidas de Entropia, Indice de Dificuldade, Varidncia de Kohavi-Wolpert, Relacdo de
Concordancia entre Classificadores, Diversidade Generalizada e a Diversidade de Erros

Coincidentes consideram a opinidao de um conjunto de classificadores simultaneamente
(KUNCHEVA; WHITAKER, 2003).

2.2 Selecdo de classificadores

A selecao é a segunda etapa no processo de um SMC. Nela, seleciona-se, a partir

de um pool, o classificador, ou conjunto de classificadores, mais competente(s) para prever
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a classe de cada amostra de teste. Os classificadores considerados mais competentes sao
aqueles cujas performances sao melhores segundo um critério pré-definido. Essa etapa é
opcional, pois nao é utilizada por alguns métodos de sele¢ao, como por exemplo, quando é

feita a combinacao de todos os elementos presentes no pool.

A selecao de um ou mais classificadores pode ser realizada de forma estatica ou
dindmica (GUNES et al., 2003; KO; SABOURIN; BRITTO JR., 2008). Na primeira, um
subconjunto de classificadores é selecionado durante o treinamento, de acordo com um
critério de competéncia estimado no conjunto de dados de validagao. O mesmo conjunto

de classificadores é usado para prever a classe de todas as amostras de teste.

Por outro lado, nas técnicas de sele¢ao dinamica, um ou mais classificadores sao
selecionados de acordo com as caracteristicas de cada amostra de teste a ser classificada.
A competéncia de cada classificador pode ser determinada por diversas formas. As mais
comuns envolvem analisar a regiao de vizinhanca da instancia de teste no espaco de
caracteristicas ou informagoes de opinido dos elementos do pool sobre ela (GUNES et al.,
2003; KO; SABOURIN; BRITTO JR., 2008; BRITTO JR.; SABOURIN; OLIVEIRA,
2014)

2.2.1 Selecdo estatica

A selecao estatica de classificadores, representada na Figura 5, escolhe os melhores
elementos de um pool C' composto de M classificadores (Cy, Cy, ..., Cyy) para formar o
subconjunto de classificadores C’ de dimensao M’ (em que M’ < M) durante a fase
de treinamento (ou offline), considerando como referéncia o conjunto de valida¢ao X,q.
Pode-se perceber que o conjunto de classificadores C’ nao se altera durante a fase de
teste, visto que os mesmos representantes escolhidos no treinamento sao utilizados na

classificacao de todas as amostras de teste.

! Treinameno xt; Teste :
1
. 1
' \
! Selecéo N a1
: Estitica | Combinagéo —»Deciszo '
1 ' !
. [ 1
' Pool de Conjunto de L !
1 Classificadores C - Classificadores C'' : ! :
1 ]

1 1
: 1 : 1

1 1 1

m (Car < C)

Figura 5 — Selegao estética de classificadores. Adaptado de (CRUZ; SABOURIN; CAVAL-
CANTI, 2018)
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2.2.2  Selecdo dinamica

A abordagem de sele¢ao dindmica pode escolher um tunico classificador (2.2.2.2), ou
um ensamble (2.2.2.8). Exemplos de métodos desenvolvidos segundo as duas abordagens

sao apresentados nas secoes seguintes.

A selegao dindmica busca escolher o classificador (Figura 6), ou o conjunto de
classificadores (Figura 7) mais competente, com base em um pool C' composto de M
classificadores (C, Cs, ..., Chr), seguindo um determinado critério de sele¢ao, para prever
a classe de uma amostra de teste especifica xt; . Ela considera que cada classificador
presente no pool é um especialista em uma regiao diferente do espago de caracteristicas
(KO; SABOURIN; BRITTO JR., 2008). Na primeira estratégia (Figura 6), seleciona-se
apenas o classificador C; que ficara responséavel por classificar a instancia de teste zt;. Ja
na estratégia de selecdo de conjuntos (Figura 7), um grupo C’ composto de M’ (em que
M' < M) classificadores (C;, Cy, C;, Cypr) € formado para atribuir a classe a instancia de
teste. Neste caso, faz-se necessaria uma estratégia de combinacao dos votos dos elementos
do conjunto selecionado. Importante notar nas ilustragoes que, para as duas estratégias, a

selecao ocorre durante a fase de teste do processo.

b Teste
l Y
Selegao o o
Dinamica Cj (t;) ——>»Deciséo

Pool de
Classificadores C'

Figura 6 — Selecao dindmica de um classificador. Adaptado de (CRUZ; SABOURIN;
CAVALCANTI, 2018)

zt; Teste
l Y
Selegao - s
Dinamica Combinagéo —— Decisdo

Pool de
Classificadores C'

Conjunto de

- Classificadores C'’

m (Car < Car)

Figura 7 — Sele¢ao dindmica de um conjunto de classificadores. Adaptado de (CRUZ;
SABOURIN; CAVALCANTI, 2018)

A competéncia do classificador define o nivel de confianga que temos nos especialistas

para uma determinada tarefa de classificacdo. A ideia de competéncia é amplamente
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utilizada na area de conhecimento, a fim de escolher um dentre varios classificadores para

melhor solu¢do de um problema em questao (CRUZ et al., 2015).

O critério de selecdo é o componente mais importante das técnicas de selecao
dindmica. Diferentes abordagens de selecao podem ser utilizadas para estimar a competéncia
e avaliar o desempenho de cada classificador. Tais critérios sdo divididos em individual
e de grupos. Na primeira estratégia, temos os métodos baseados em ranking, acuracia,
probabilistico, relacionamento, meta-aprendizagem, oraculo e complexidade. Ja nos critérios
de selecao de grupos temos diversidade, ambiguidade e manipulac¢ao dos dados (BRITTO
JR.; SABOURIN; OLIVEIRA, 2014) (CRUZ; SABOURIN; CAVALCANTI, 2018).

A competéncia de cada classificador normalmente é calculada considerando uma
regiao local em torno da amostra de teste. Esta regiao ¢ chamada de regiao de competéncia
e é composta pelas instancias vizinhas a amostra de teste xt; no conjunto de validacao
Xya- Para demarcar essa regiao, podemos utilizar estratégias de vizinhancgas, tais como
o método dos vizinhos mais préximos (KNN) ou o algoritmo de agrupamento (k-means)
(WOODS; KEGELMEYER; BOWYER, 1997) (KO; SABOURIN; BRITTO JR., 2008)
(KUNCHEVA, 2000) (SOARES et al., 2006) (CRUZ; SABOURIN; CAVALCANTTI, 2018).

Conjunto de validacao (X,4) tem por objetivo calibrar os modelos, bem como
extrair meta-informacgoes, como os vizinhos de um determinado espaco de caracteristicas

dado. Para tanto, no momento da classificagdo o conjunto X, deve estar disponivel.

2.2.2.1 Oréculo

O Oréculo (do inglés Oracle) é um modelo abstrato definido por Kuncheva (2002)
que, sempre que possivel, seleciona do pool o classificador que previu a classe correta para
uma dada amostra teste. Ou seja, se pelo menos um dos classificadores for capaz de opinar

corretamente sobre a classe da instancia de teste, ela é considerada um acerto.

Esse conceito é importante na literatura sobre os SMC’s visto que serve como
um teto para a precisao do conjunto de classificadores e é usado para determinar se os
resultados obtidos pelas técnicas de selecao dinamica propostas estao proximos da precisao

Otima ou se ainda apresentam margem para melhora.

2.2.2.2 Selecdo dinamica do classificador

A selecao dindmica de um tnico classificador busca identificar e selecionar de
um pool, com base em algum critério pré-definido, o classificador mais competente para
classificar cada nova amostra de teste. O classificador selecionado sera responsavel em
atribuir classe para aquela amostra de teste especifica. Para um novo padrao, o processo

de selecao é realizado novamente.
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Nas proximas segoes, serao apresentadas alguns métodos de sele¢ao dinamica do

classificador.

2.2.2.3 Selecao baseada em ranking

O método Rank foi um dos primeiros critérios de selecdo propostos para estimar
a competéncia dos classificadores na selecao dindmica. A competéncia do classificador é
estimada baseando-se no nimero de instancias classificadas corretamente, de forma conse-
cutiva, na regiao de competéncia do conjunto de validagao. O classificador que classificar
corretamente o maior nimero de instancias seguidamente é selecionado (SABOURIN et
al., 1993).

2.2.2.4 Acurécia local total - OLA

O método OLA (Overall Local Accuracy) utiliza a acuracia local como critério
de selecao. Ele considera o numero de instancias classificadas corretamente na regiao de
competéncia (K vizinhos mais proximos) do conjunto de validagao. O classificador que
tiver o maior percentual de acertos ¢é selecionado para prever a classe da amostra de teste

(WOODS; KEGELMEYER; BOWYER, 1997).

A Figura 8 apresenta um exemplo pratico do funcionamento do método. Nesse
cenario, temos cinco classificadores Cy, Cy, C5, Cy e C5 que classificam sete vizinhos de
uma amostra de teste xt; (representados por Kj,.., K7) em uma das classes possiveis
w = {wy,wy}. Nas linhas, sdo representados os votos de cada classificador para cada
vizinho de zt; e, na ultima linha, a classe real de cada vizinho. Os elementos em negrito
sao os erros cometidos pelos classificadores. Na representacao o classificador C} é selecio-

nado por obter o maior percentual de acertos, estimando corretamente a classe de seis
(K1, Ky, K3, Ky, K5, Kg) dos sete vizinhos de xt;.

K, K, K, K, K; K K
(&) 2 1 1 2 2 1 2 5/7=0,71
Cs 1 2 1 1 1 2 1 3/7=0,43
Cs 2 1 2 2 2 1 2 4/7 =0,57
Cy 2 2 1 2 1 1 1 6/7 = 0,85
Cs 1 1 2 2 2 2 2 2/7=0,28
Classe(w) 2 2 1 2 1 1 2

Figura 8 — Exemplo pratico do método OLA (Ouerall Local Accuracy)

2.2.2.5 Acuricia local da classe - LCA

O método LCA (Local Class Accuracy) também usa a acuracia local como critério

de selecdo, mas com relagao a alguma classe de saida. A competéncia do classificador é
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estimada com base nas classes atribuidas pelos classificadores as instancias na regiao de

competéncia (K vizinhos mais préximos) do conjunto de validagao.

Considere um classificador que atribui, a uma amostra de teste zt;, a classe w;.
Podemos determinar a porcentagem dos vizinhos na regiao (Kvizinhos mais préximos)
que foram classificados corretamente com a classe w; por este classificador. O elemento
com percentual mais alto é selecionado (WOODS; KEGELMEYER; BOWYER, 1997)

para atribuir a classe a instancia de teste.

A Figura 9 ilustra o procedimento realizado pelo método. Nela, temos cinco
classificadores C7, Cy, C3, C4 e C5, que classificam uma amostra de teste xt; e seus sete
vizinhos (representados por K7, .., K7) em uma das classes possiveis w = {wy,wy}. A
opiniao de cada classificador sobre a instancia de teste é apresentada entre os parénteses
na primeira coluna. O percentual de acerto é calculado considerando o niimero de vizinhos
que foram classificados corretamente com a mesma classe, atribuido a amostra de teste xt;
por cada classificador. Os elementos em negrito sdo os erros cometidos. O classificador Cs
é selecionado por ter o maior percentual de acertos, uma vez que ele atribuiu a classe 2
a instancia xt; e atribuiu a mesma classe a cinco (K7, Ky, Ky, K5, K7) dos sete vizinhos,

acertando em quatro ocasides (K, Ky, Ky, K7).

K K, K K, Ks K Ky
Ci(zt; =2)] 2 1 1 2 2 1 2 3/4=0,75
Co(zt; = 1) 1 2 1 1 1 1 1 3/6 = 0,50
Cs(zt; = 2) 2 1 2 2 2 1 2 3/5=0,60
Cy(zt; = 1) 1 1 2 1 1 1 1 2/6 = 0,33
Cs(zt; = 2) 2 2 1 2 2 1 2 4/5=0.80
Classe(w) 2 2 1 2 1 1 2

Figura 9 — Procedimento do método LCA (Local Class Accuracy)

2.2.2.6 Selecdo a priori

Esse método, assim como o OLA, usa a probabilidade de classificacdo correta de
cada classificador para os K vizinhos da amostra de teste xt;. Essa estratégia estima a
competéncia dos classificadores ao contar o niimero de vizinhos da regiao de competéncia
que eles conseguem rotular corretamente. O método também pondera a influéncia de
cada vizinho da amostra de teste de acordo com a distancia euclidiana entre eles, o qual
considera que os elementos mais préximos tém maior influéncia (GIACINTO; ROLI, 1999)
(DIDACT et al., 2005).

2.2.2.7 Selecdo a posteriori

Esse método usa a probabilidade de classificacao correta de cada classificador para

cada vizinho da amostra de teste considerando a classe de saida dessa amostra de teste.
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Para isso, utiliza a acuracia do classificador.

Considere um classificador que atribui uma amostra de teste zt; a classe w;.
Podemos determinar a porcentagem dos vizinhos na regiao de competéncia (K vizinhos
mais proximos) que foram classificados corretamente com a classe w; por este classificador
(exatamente como o método LCA). Além disso, o método também pondera a influéncia de
cada vizinho da amostra de teste de acordo com a distancia euclidiana entre eles. Aqui,
estabelece-se que os vizinhos mais préximos tém maior peso. (GIACINTO; ROLI, 1999)
(DIDACI et al., 2005).

2.2.2.8 Selecdo dindmica de conjunto de classificadores

A selecao dindmica de conjuntos de classificadores tem como finalidade escolher,
de um pool de classificadores, um conjunto de classificadores especialistas para solucao de

um determinado problema.

Durante a classificacao, podemos ter uma amostra de teste dificil de ser classificada
por um determinado classificador que cobre uma certa regiao do espaco de caracteristicas,
visto que ela pode estar muito préxima da fronteira de decisdao. Mas a mesma amostra
pode ser facilmente reconhecida por outro classificador que cobre outra regiao do espago

de caracteristicas, onde a amostra esta longe da fronteira de decisao.

Nas proximas secoes, serao apresentados alguns métodos de selecao dinamica de

conjunto de classificadores.

2.2.2.9 K oraculos mais proximos - KNORA

A técnica de sele¢ao proposta por Ko, Sabourin e BRITTO JR. (2008) explora
conceito do ordculo para conjuntos de classificadores. Ele é chamado de KNORA (K-Nearest-
Oracles) e apresenta duas variagdes: o KNORA-Eliminate (KN-E) e o KNORA-Union
(KN-U).

No KNORA-Eliminate (KN-E), sdo selecionados os classificadores que conseguem
classificar corretamente todas as instancias dos vizinhos de uma amostra na regiao de
competéncia. Se nenhum classificador conseguir acertar todos os vizinhos, a exigéncia de
vizinhos classificadores corretos é diminuida em uma unidade. Esse processo é realizado

até que pelo menos um classificador consiga atender a exigéncia.

A Figura 10 apresenta o funcionamento do método. Nela, temos cinco classificadores
Cy, Oy, Cs, Cy e C5 que classificam sete vizinhos (K7, .., K7) de uma amostra de teste xt;
em uma das classes possiveis w = {1,2}. Em cada linha, temos os votos dos classificadores
sobre os vizinhos da instancia de teste e, na 1ltima linha, é apresentada a classe correta
de cada vizinho. Os elementos em negrito correspondem aos erros cometidos. No cenario

representado, os classificadores C; e C5 sao selecionados por terem acertados todos os
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vizinhos. Assim, as suas opinides serdo combinadas para se obter um voto tinico para a

amostra de teste xt;.

K K, K, K, Ks K K
Cy 2 2 1 2 1 2 1 Sim
Cy 1 2 1 1 1 1 2 Nao
Cs 2 1 2 2 2 2 1 Nao
C, 1 2 1 1 1 2 1 Nao
Cs 2 2 1 2 1 2 1 Sim

Classe(w) 2 2 1 2 1 2 1

Figura 10 — Ilustragao do funcionamento do método KNORA-Eliminate (KN-E)

O KNORA-Union (KN-U) adota um critério de selecdo menos severo. Nele, sao
selecionados os classificadores que conseguem classificar corretamente pelo menos um dos

vizinhos de uma amostra de teste na regiao de competéncia.

A Figura 11 apresenta o funcionamento do método. A representacao é similar
aquela presente na Figura 10. Nela, temos cinco classificadores C7, Cs, C5, Cy e Cy que
classificam sete vizinhos (K7, .., K7) de uma amostra de teste xt; para uma das possiveis
classes w = {1,2}. Os elementos em negrito sdo casos nos quais houve erro na classificagao
dos vizinhos. Os classificadores Cy, Cy, C3 e C4 sao selecionados porque acertaram pelo
menos um dos vizinhos de zt;. Uma vez que a sele¢ao envolveu mais de um classificador,

alguma estratégia de combinacao é necessaria para se obter o voto final sobre o teste.

K K, Ks Ky K; K Ky
Ci 2 2 1 2 1 2 1 Sim
Cy 1 1 1 1 1 2 2 Sim
Cs 2 1 2 2 2 2 2 Sim
Cy 2 2 1 1 1 2 1 Sim
Cs 1 1 2 1 2 1 2 Nao
Classe(w) 2 2 1 2 1 2 1

Figura 11 — [lustracdo do funcionamento do método KNORA-Union (KN-U)

2.2.2.10 Selecdo baseada em diversidade e acuracia

A proposta desenvolvida por Santana et al. (2006) utiliza a acurdcia e a diversidade
dos classificadores do pool como critério de selegao para formar ensembles dinamicamente
de acordo com a amostra de teste. Ela emprega dois procedimentos para definir a regiao de
competéncia em um conjunto de validacao. O primeiro usa um algoritmo de agrupamento

(K-means) enquanto o segundo utiliza o método dos vizinhos mais préximos (KNN).

No procedimento de agrupamento, os dados do conjunto de validagao sao agrupados

em um determinado niimero de grupos com o algoritmo K-means. Para cada cluster gerado,
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os classificadores sdo ordenados em ordem decrescente de acuracia e ordem crescente de
diversidade. Para ordenar os classificadores em uma ordem crescente de diversidade,
qualquer medida de diversidade de pares pode ser usada. Nessa proposta, a medida de
diversidade de Falta Dupla (KUNCHEVA; WHITAKER, 2003) é usada. No momento da
classificacao, cada amostra de teste é atribuida ao grupo que possuir o centroide mais
préximo (distancia euclidiana). Na sequéncia, selecionam-se os M classificadores com maior
acuracia do grupo. Destes, sdo selecionado os M’ classificadores com maior diversidade
para compor os membros do ensamble. Com o conjunto de especialistas formado, a classe

¢é atribuida a amostra de teste, segundo alguma regra de combinacao.

O segundo procedimento diferencia-se do primeiro na definicao da regiao de com-
peténcia dos classificadores. Nesse procedimento, essa regiao ¢ definida pelo método KNN.
Para cada amostra de teste, sdo encontrados os K vizinhos mais proximos. Com base
nessa vizinhanga, os classificadores sao ordenados em ordem decrescente de acuracia e

ordem crescente de diversidade. As demais etapas seguem como o primeiro procedimento.

A medida de diversidade Falta Dupla de (KUNCHEVA; WHITAKER, 2003) é
definida como a proporcao de casos que foram classificados erroneamente por ambos os

classificadores, conforme apresentado na Equacao 2.1.

NOO
- N1 £ N10 1 NOL - oo

Onde: N ¢ o ntimero de instancias que ambos classificadores classificados erroneamente;

(2.1)

Nik

N9 & o ntimero de instancias que o primeiro classificador classificou corretamente e o
segundo classificou incorretamente; N'° é o ntimero de instancias que o primeiro classificador
classificou incorretamente e o segundo classificou corretamente e N'' é o ntimero de

instancias que ambos os classificadores classificaram incorretamente.

2.2.2.11 Selecao baseada em diversidade - SDES

O método de Yan et al. (2013) utiliza a diversidade como critério na sele¢ao
dindmica dos classificadores, apoiando-se na ideia de que quanto maior diversidade entre
os classificadores selecionados, maior possibilidade de acerto na classificacao das amostras.
A selecao do conjunto de classificadores especialistas envolve a busca pelos vizinhos mais
proximos para cada nova amostra de teste, o que pode ser demorado. Essa busca é evitada

nessa proposta. O método inclui duas etapas e é chamado de Sorting-Based Dynamic
Classifier Ensemble Selection (SDES).

Na primeira etapa, os classificadores sao ordenados pela sua diversidade em ordem
decrescente. A diversidade entre dois classificadores é calculada usando a estatistica kpav
de Fleiss (KUNCHEVA; WHITAKER, 2003). Na segunda etapa, os classificadores sao

selecionados de acordo com a ordem estabelecida na primeira etapa até um limite de
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confianca pré-estabelecido. Se a adi¢ao do novo classificador ao conjunto nao leva o método
a ultrapassar o limite de confianca estabelecido, o classificador nao é escolhido. E, uma
vez que mais de um classificador pode ser selecionado, nesse caso, uma estratégia de

combinag¢ao por voto majoritario deve ser adotada.

2.3 Combinacao de classificadores

A integracao é a terceira e ultima etapa no processo de um SMC. A etapa de
selecao pode ter como resultado um subconjunto composto por mais de um classificador,
fazendo com que seja necessario combinar suas saidas a fim de tomar uma decisao tnica,
a qual pode ser obtida através das regras de combinacao. Segundo PONTT JR. (2011), ela
pode ser realizada por trés topologias diferentes, as quais se intitulam: paralela, serial e
hibrida.

Na primeira, cada classificador escolhido apresenta sua opinido sobre a instancia de
forma independente. Essas respostas sao direcionadas para um tnico lugar, que produzira

um resultado final, conforme uma certa regra de decisdao (voto majoritario, por exemplo).

Na abordagem sequencial, os classificadores sdo arranjados de forma que, se o
primeiro, ao tentar classificar a instancia de teste, nao alcancar um grau de confianga
exigido, a instancia é passada ao classificador seguinte. Esse processo é executado até
que algum classificador atinja o patamar exigido ou até que todos tenham sido testados.
Geralmente, os classificadores sdo ordenados do mais simples ao mais complexo, de maneira
que, se o problema a ser classificado nao for dificil, os primeiros classificadores conseguirao

atribuir a classe ao teste, sem a necessidade de executar métodos mais complexos.

Na topologia hibrida, combinam-se as duas maneiras paralela e sequencial para

otimizar o desempenho.

Em geral, as saidas produzidas por classificadores podem ser divididas em trés

categorias, as quais sao ilustradas na (Figura 12).

o Abstrata: os classificadores produzem como saida apenas a classe escolhida;

e Rank: o classificador produz uma lista ordenada decrescente da classe mais provavel

para a menos provavel;

« Probabilistica: os classificadores geram uma lista das possiveis classes com as proba-

bilidades ou scores relacionados a cada uma.

A combinagao pode ser feita através de formas simples, como as regras da soma,
do produto, do minimo, do maximo, da média e da mediana. Podemos também combinar

os classificadores através do voto da maioria, do voto ponderado ou usando métodos mais
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Abstrato
$ti B
Rank
B
. C
xt; D
A
Probabilistica
B 0,90
zt; Cc 0,05
D 0,03
A 0,01

Figura 12 — Categorias de saidas dos classificadores em um SMC

avancados como o Borda Count (KITTLER, 1998; RUTA; GABRYS, 2000; GUNES et al.,
2003; KUNCHEVA, 2014). As estratégias de combina¢ao mais comuns na literatura sao

detalhadas nas se¢oes seguintes.

2.3.1 Produto

A regra do produto é baseada na multiplicacao dos niveis de confianga (probabilida-
des) fornecidos pelos classificadores para cada classe. A classe cujo produto resultante for
o maior, ¢ declarada vencedora. E uma regra bastante severa para combinar classificadores,
uma vez que basta que um dos classificadores esteja em desacordo com a decisao dos
outros, para que o resultado final seja penalizado. Essa abordagem costuma ser indicada
para cenarios criticos em que o sistema nao pode cometer erros (KITTLER, 1998; GUNES
et al., 2003).

2.3.2 Soma

A regra da soma é baseada no somatorio dos niveis de confianga (probabilidades)
fornecidos pelos classificadores para cada classe. Os niveis de confianca sao somados para
cada classe e aquela cuja soma resultante for a mais elevada, é declarada vencedora. Ela é
menos severa que a regra do produto (KITTLER, 1998; GUNES et al., 2003).

2.3.3 Maximo

Para cada classe possivel, seleciona-se o seu maior valor de confiancga entre todos

os classificadores. O processo é realizado para todas as classes e aquela que apresentar o
maior valor serd atribuida ao exemplar de teste (KITTLER, 1998; GUNES et al., 2003).
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2.3.4 Minimo

Para cada classe possivel, seleciona-se o seu menor valor de confianga entre todos
os classificadores. O processo ¢ realizado para todas as classes e aquela que apresentar o
maior valor serd atribuida ao exemplar de teste (KITTLER, 1998; GUNES et al., 2003).

2.3.5 Média

Essa regra consiste em aplicar a média em todos os niveis de confianga (probabili-
dades) fornecidos pelos classificadores para cada classe. O resultado pode ser influenciado
pela presenga de outliers. A classe com a média mais alta é a vencedora (GUNES et al.,
2003).

2.3.6 Mediana

A combinagao por mediana consiste em aplicar a mediana aos niveis de confianca
(probabilidades) fornecidos pelos classificadores para cada classe. Aquela que possuir o
maior valor entre todos os classificadores serd a selecionada (KITTLER, 1998; GUNES et
al., 2003).

2.3.7 Cendrio de aplicacao das regras

A Figura 13 apresenta um cenario onde uma amostra xt; é analisada por trés
classificadores C1,Cy e C3 e pode ser classificada em cinco classes w = {1,2,3,4,5}
possiveis. Como resultado dessa andlise, temos o nivel de confianca do classificador para
cada uma dessas classes (wy, ws, w3, wy, ws). A classe com maior grau de confianga é o

voto daquele classificador.

wy = 0,20
wy = 0,05
wsy = 0,05
ws = 0,10
ws = 0, 60
wy = 0,80
wy = 0,05
:Iiti w3 = 0, 00
ws = 0,10
ws = 0,05
w; = 0, 50
wy = 0,20
ws = 0,10
wy = 0,10
ws = 0,10

Figura 13 — Nivel de confianca dos classificadores C, C5 e C3 de cada uma das w classes
para amostra xt;.
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Tabela 1 — Combinacao do nivel de confianca dos classificadores

Regras de Combinacao

Classes
Regras w wy w3 wy ws
Produto 0,0800 0,0005 0,0000 0,0010 0,0030
Soma 1,0000 0,3000 0,1500 0,3000 0,7500
Max 0,8000 0,2000 0,1000 0,1000 0,6000
Min 0,2000 0,0500 0,0000 0,1000 0,0500
Média 0,5000 0,0100 0,0500 0,1000 0,2500
Mediana 0,5000 0,0500 0,0500 0,1000 0,1000
Voto Majoritario 2 0 0 0 1

A Tabela 1 ilustra as regras de combinacao apresentadas acima. Ela apresenta a
combinacao do nivel de confianca dos classificadores e determina a classe w; vencedora

para a amostra zt;.

2.3.8 Voto majoritario

Essa regra é similar ao processo eleitoral. A opinidao de cada classificador sobre
uma amostra de teste xt; é contabilizada na forma de voto. Ela tem trés padroes de
consenso: unanimidade, maioria simples e pluralidade. No consenso de unanimidade,
todos os classificadores devem dar a mesma resposta. J4 na maioria simples, a classe
vencedora deverd ter 50%-+1 dos votos. E no consenso de pluralidade, a classe que tiver
mais votos vence. As trés abordagens sao ilustradas na Figura 14. Suponha que as trés
formas correspondam as classes possiveis e que os tomadores de decisao sejam os dez
classificadores individuais C71, ..., Cjy do conjunto. A classe final em todos os trés padroes
de consenso seria a classe representada pelo quadrado (KITTLER, 1998; GUNES et al.,
2003; KUNCHEVA, 2014).

Ci C C3 Cy C5 Cg Cp Cg Cy Cy

Unanimidade |:| I:l I:l |:| I:l I:l I:l I:l I:l I:l
Maioria Simples |:| |:| I:l |:| |:| I:l A A A A
Plularidade |:| I:l I:l |:| A A A O O O

Figura 14 — Voto majoritdrio adaptado de (KUNCHEVA, 2014)

2.3.9 Voto majoritario ponderado

Essa regra, em vez de apenas somar nimero de votos, leva em conta as probabilidades
de cada classe e um peso para cada classificador (KUNCHEVA, 2014).

As saidas dos classificadores devem fornecer uma lista ordenada com as possiveis

classes e as suas devidas probabilidades. Os pesos dos classificadores sdo determinados de
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acordo com seus desempenhos de classificagdo sobre o conjunto de validagao. A ideia é dar

maior importéncia (peso maior) para a opinido do classificador com maior exatidao.

As probabilidades de cada classe sao multiplicadas pelo peso do classificador e
seus valores somados. A classe final é entdo derivada da classe com a probabilidade
mais alta. A Figura 15 apresenta o funcionamento da regra. Na ilustragao, cada um dos
classificadores (', ..., C5 tem um peso atrelado W conforme seu desempenho na classificagao
do conjunto de validacao. Os valores dos pesos sao, entao, multiplicados pela confianga
de cada classificador em cada uma das trés classes possiveis w = {1,2,3}. No exemplo

retratado, a classe 2 é a que apresentou o maior somatorio e, portanto, é a saida do sistema.

.'Et1'

Cl 02 Cs 04 CS
W =27 L W =15 ) L W =20 ) W =10 J L W =28
Classe 01: 90% Classe 01: 10% Classe 01: 01% Classe 01: 25% Classe 01: 05%
Classe 02: 08% Classe 02: 80% Classe 02: 85% Classe 02: 65% Classe 02: 90%
Classe 03: 02% Classe 03: 10% Classe 03: 14% Classe 03: 10% Classe 03: 05%

\; Classe 01: 29,90% /

Classe 02: 62,86%
Classe 03: 07,24%

Figura 15 — Tlustracdo do funcionamento do voto majoritario ponderado

2.3.10 Borda count

Essa regra precisa que as saidas dos classificadores fornecam uma lista ordenada com
as possiveis classes, sendo que também ha a possibilidade de ser fornecida as probabilidades
ranking para cada uma destas classes. Para cada posicao da lista, é determinado um valor
ou uma pontuacao, que serao atribuidos a classe em conformidade com o indice de certeza

de cada classe sugerida pelo classificador.

A combinagao ocorre pela soma dos pontos e a classe que acumular mais pontos
serd a vencedora. A classe correta nao necessariamente precisa aparecer como a primeira

do ranking, mas apenas estar em posi¢oes proximas a primeira, na maioria das saidas dos
classificadores (RUTA; GABRYS, 2000).

A Tabela 2 apresenta um exemplo quanto a aplicacao desta regra, em que trés
classificadores C,Cy e C3 (sem probabilidades) opinam sobre uma amostra de teste xt;,
as possiveis saidas sao cinco classes w = {1,2,3,4,5}. Uma pontuacdo entre um e cinco é
atribuida para cada classe, de acordo com o grau de certeza do classificador. Para a classe
com o menor grau de certeza, o classificador atribui o valor 1, a segunda classe com menor

grau, o valor 2 é atribuido e, assim, sucessivamente. Esse processo é feito para todos os
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classificadores do conjunto. Ao final do processo, somam-se os valores de todas as classes.
Aquela que possuir o maior somatoério, serd a escolhida. No caso ilustrado na tabela, a

classe 3 é a vencedora.

Tabela 2 — Funcionamento da regra Borda Count

4 Cy Cs Resultado
Classe | Rank | Classe | Rank | Classe | Rank | Classe | Rank
3 5 4 5 1 5 3 13
4 4 3 4 3 4 4 11
2 3 5 3 2 3 1 9
1 2 1 2 4 2 2 7
5 1 2 1 5 1 5 5

2.3.11 Ranking

Nessa regra, atribui-se um ranque crescente para cada classe de acordo com a sua
probabilidade, para cada classificador. A classe com maior certeza recebe ranque 1; a
segunda classe, ranque 2; e, assim, sucessivamente. A classe escolhida sera aquela que
apresentar o melhor ranque. No caso de empate, por exemplo, de duas classes receberem o
mesmo ranque, pode-se escolher a classe com o melhor ranque médio (RUTA; GABRYS,
2000).

2.4 Consideracoes finais

No presente capitulo, foram apresentados conceitos de classificacao, bem como o
funcionamento de sistemas de multiplos classificadores. Esses sistemas atuam com varios
classificadores, com objetivo de melhorar o desempenho no processo de reconhecimento

perante sistemas individuais.

Nesse sentido, o funcionamento de SMC foi detalhado, desde a etapa da geracao dos
classificadores com suas principais estratégias de formagao do pool, introduzindo a sele¢ao
dos classificadores, detalhando seus principais métodos e finalizando com a combinacao

dos classificadores.

A arquitetura escolhida, dentre as varias possiveis dentro de SMC, tem influéncia
no desempenho do sistema. No entanto, outro aspecto importante que também influencia
no processo de reconhecimento é o conjunto de dados que esta sendo analisado. Diver-
sas pesquisas (SANCHEZ; MOLLINEDA; SOTOCA, 2007; OKUN; VALENTINI, 2008;
BRITTO JR.; SABOURIN; OLIVEIRA, 2014; BRUN et al., 2016; BRUN et al., 2018)
apontam que o desempenho de um conjunto de classificadores e os métodos de selecao

dindmica sofrem influéncia da complexidade dos dados.
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Os pesquisadores Ho e Basu (2002) e Macia, Orriols-Puig e Bernadé-Mansilla
(2010) sugerem que, para se resolver um problema de classificacdo, compreender melhor a

complexidade dos dados seja uma boa abordagem para a selecao de classificadores.

De forma a obter um entendimento maior sobre o comportamento dos dados, no
capitulo seguinte serao apresentadas diversas medidas de complexidade, propostas na
literatura, as quais explicam a relagao dos dados e como o comportamento deles tem

interferéncia direta no nosso objeto de estudo.
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3 Medidas de Complexidade

As medidas de complexidade tém o objetivo de exprimir quao sobrepostas diferentes
classes estao, o nivel de complicacdo na regiao de fronteira entre as classes, ou mesmo, a
distribuicao das instancias das classes no espago de caracteristicas. Em sua pesquisa, Ho
e Basu (2002) propuseram a adogao de medidas de complexidade dos dados para tentar

estimar o grau de dificuldade da tarefa de classificagao.

Nas pesquisas de Ho e Basu (2002) e Sotoca, Sanchez e Mollineda (2005), as
métricas de complexidade sao divididas em trés grupos principais: medidas de sobreposicao
de classes, medidas de separabilidade das classes e medidas de geometria, topologia e
densidade. Entretanto, em pesquisas mais recentes, Lorena et al. (2018) e Lorena et al.
(2019), realizaram uma abrangente revisao das medidas de complexidade e as dividiram em
uma nova taxonomia composta de mais grupos como: medidas baseadas em caracteristicas,
medidas de linearidade, medidas de vizinhanca, medidas de dimensionalidade, medidas de
desequilibrio de classe, medidas de correlacao de Atributos, entre outros. Essas medidas

serao discutidas, a seguir, nesse trabalho.

Para entendimento das equagoes, definimos X como o conjunto de dados, que é
composto por n instancias, cada uma das quais ¢ descrita por d atributos preditivos. Logo,
cada item de dados x;, onde ¢ = 1, ...,n, corresponde a uma linha de X, enquanto cada
coluna f;, onde j = 1, ..., d corresponde a cada atributo de z;. Cada item de dados também

possui uma classe w; e a composicao de todas as classes formam um vetor w.

3.1 Medidas baseadas em atributos

Essas medidas concentram-se, principalmente, em verificar a sobreposicao de di-
ferentes classes no espaco de caracteristicas e, para isso, avaliam o quao discriminativo
sao os atributos, analisando-se o intervalo e a distribuicao de valores no conjunto de
dados em relacao a cada atributo e verificando sobreposi¢oes entre diferentes classes. Em
muitas delas, cada atributo é avaliado individualmente. O problema pode ser considerado
mais simples, caso haja pelo menos um atributo muito discriminativo. Por outro lado, o

problema pode ser considerado mais complexo quando os atributos sdo mais sobrepostos.

3.1.1 Relagcdo méxima do discriminante de fischer (F'1)

Na sua versao original, essa medida calcula quao separadas sao duas classes de
acordo com um unico atributo (HO; BASU, 2002). O célculo ¢ feito comparando-se as

médias e o desvio padroes das classes para cada atributo especifico. Ele é apresentado
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na Equacdo 3.1, onde py, pio, 03 e 02 representam as médias e os desvios padroes de duas

classes representadas pelo nimero 1 e 2, para um determinado atributo .

(p1, — Mzi)Q
0'1.2 — 0’21.2

7

Fl1; = (3.1)

Considerando-se que o conjunto de dados é composto por d atributos, o valor de

F1 serd o maior dentre todos eles, conforme descrito na Equagao 3.2.

F1* = argmax(F1y, Fly, Fl;, ..., F1y) (3.2)

Porém, a Equacgao 3.1 contempla problemas com apenas duas classes. Em um

conjunto de dados que tem problemas com mais classes, utiliza-se a Equacao 3.3 (MOLLI-
NEDA; SANCHEZ; SOTOCA, 2005).

ZiLzl n; *x 5(“7 :ul)
1 5 0, )

F1= (3.3)

Onde: n; indica o nimero de amostras da classe i; L corresponde ao niimero de classes pre-
sentes no problema; § é alguma métrica de distdncia (normalmente a distancia euclidiana);
1 refere-se a média geral, enquanto u; corresponde a média da classe 7; e x; representa a

amostra j pertencente a classe i.

No trabalho de Lorena et al. (2019), os autores levaram em consideracao o inverso
da formulagao F'1 original, conforme apresentado na Equagao 3.4. Com isso, os valores F1
tornam-se limitados no intervalo [0, 1]. Nesse caso, valores mais altos indicam problemas
mais complexos, em que nenhum atributo individual é capaz de discriminar as classes,
enquanto valores baixos de F'1 sao obtidos se houver pelo menos um atributo de entrada

altamente discriminativo no conjunto de dados.

1

F1=
L+max(ry ,7p,Tp s Ts,)

(3.4)

Onde: ry, € uma razao discriminante para cada atributo f;, que ¢ apresentado na Equagao
3.5; e d corresponde ao nimero de atributos presentes.
L i i
_ 2aj=1 ", (Nij — pli)?
L Mwj (g fi
ijl i (g — i )

sz’ (35)

Onde: n,, ¢ o numero de amostras da classe w;; {J] é a média do atributo f;; ufi é a
média dos valores f; para todas as classes; e 7, é o valor individual do atributo f; para

uma amostra da classe w;.
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3.1.2 Relagdo méxima do discriminante de fischer do vetor direcional (F'1v)

Essa medida foi usada em Orriols-Puig, Macia e Ho (2010) como complemento a F1.
Ele busca por um vetor orientado que possa separar amostras de duas classes diferentes
e considera o critério de Fisher direcional definido em Malina (2001) e representado na

Equacao 3.6.

vt Bv
F—
v vt Pv

(3.6)

Onde: v ¢é o vetor direcional no qual os dados sdo projetados para maximizar a separacao
das classes; B é a matriz de dispersao entre classes; e P é a matriz de dispersao dentro

das classes. v, B e P sao definidos de acordo com as Equagoes 3.7, 3.8 e 3.9.

U= P_l(:uwl - :uwQ) (37)

Onde: f1,,, é 0 centroide (vetor médio) da classe w;; e P~! é o pseudo-inverso de P.

B = (fta, = s (foy = )’ (3.8)

P = Puw, Z + Duws Z (39>

w1 wa

Onde: p,,, ¢ a proporcao de exemplos na classe w;; e 3, ¢ a matriz de dispersao da classe

w;. Tomando a defini¢cao de vF', a medida F'lv é calculada pela Equagao 3.10.

1
1+oF

Flv = (3.10)

Os valores mais baixos em F'lv indicam problemas de classificacdo mais simples,
um hiperplano linear que serd capaz de separar a maioria. Essa medida pode ser bastante
cara para calcular, devido a necessidade da pseudo-inversa da matriz de dispersao. E,

assim como F'1, é baseada na normalidade das distribui¢oes das classes.

3.1.3 Volume da regido de sobreposicdo (£2)

Essa medida calcula a sobreposi¢ao das distribui¢coes dos valores dos atributos,
definidas pelas amostras de cada classe. E possivel determing-la encontrando, para cada
atributo f;, seus valores minimos e maximos, em cada uma das classes w. Em seguida,
calcula-se o tamanho da distancia normalizada da regiao que ¢é a faixa de intervalo

compartilhado (Min-Max) dividido pelo (Max-Min), que é todo o intervalo alcancado pelo
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atributo, considerando os valores apresentados pelas classes, conforme representado na

Figura 16 para o atributo 1 das classes A e B.

Para determinar a sobreposicao total de duas classes w; e ws, deve-se calcular F'2

para todos os atributos e entao multiplicé-las, como apresentada na Equacao 3.11.

Fy ﬁ sobreposicao( f;) = ﬁ max{0, min max(f;) — max min(f;)} (3.11)
J

intervalo( f;) max max( f;) — min min(f;) ’

J
Onde:

min max(f;) = min(max(f;"), max
max min(f;) = max(min(f;""), min
max max(f;) = max(max(f;""), max

min min(f;) = min(min(f;"*), min(f

Atributo 1 - Classe A
Atributo 1 - Classe B

Min-Max

Max-Min

Figura 16 — Medida de Complexidade F'2

Valores menores de F'2 indicam uma menor sobreposi¢ao entre as classes e estao
relacionados a problemas mais simples. Ja valores mais altos de F'2 indicam uma maior
sobreposicao entre as classes e estao relacionados a problemas mais complexos. Vale
salientar que o valor de F'2 deve ser zero quando houver pelo menos um atributo nao

sobreposto.

3.1.4 Eficiéncia maxima por atributo individual (£3)

Essa medida calcula a capacidade discriminativa individual de cada atributo na
separacao das classes e considera o valor maximo encontrado entre d atributos - no caso, o
atributo que pode discriminar o maior ntimero de amostra. Para cada atributo, é verificado
se ha sobreposicao de valores entre amostras de classes diferentes e retorna-se a proporgao

do nimero de amostras que tém sobreposicao pelo niimero total de amostras n do conjunto.
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A razao discriminativa méaxima é tomada como medida F'3. Ela considera o niimero de

amostras separadas pelo atributo mais discriminativo.

No trabalho de (LORENA et al., 2019), os autores fazem um complemento da
medida F'3, de tal maneira que valores mais altos sejam obtidos para problemas mais
complexos. Para cada atributo, verifica-se se ha sobreposicao de valores entre amostras
de classes diferentes. Se houver sobreposicao, as classes sao consideradas ambiguas nesta
regiao. O problema pode ser considerado mais simples se houver pelo menos um atributo

que apresente baixa ambiguidade entre as classes. A medida pode ser expressa pela Equagao
3.12.

F3 = miin "ol (3.12)

Onde: n,(f;) retorna o nimero de amostras que estao na regiao de sobreposi¢ao para o
atributo f; e pode ser expresso pela Equacao 3.13. Valores baixos de F'3, indicam problemas

mais simples, nos quais poucas amostras se sobrepoem em pelo menos uma dimensao.

n

no(f;) =Y _ I(zi; > maxmin(f;) A z;; < minmax(f;)), (3.13)

=1

Onde: I é uma fungao que retorna 1 se seu argumento for verdadeiro e 0 caso contrério,
enquanto maxmin (f;) e minmax (f;) sdo os mesmos definidos para F'2 e x;; corresponde

ao valor do j-ésimo atributo da i-ésima amostra.

3.1.5 Eficiéncia coletiva dos atributos (F'4)

Essa medida segue a mesma ideia apresentada na F'3. No entanto, ela considera

o poder discriminativo de todos os atributos em conjunto. Sendo assim, é considerada a

eficiéncia coletiva dos atributos (ORRIOLS-PUIG; MACIa; HO, 2010).

O procedimento consiste em selecionar o atributo mais discriminativo, ou seja,
aquele que apresentar a menor sobreposicao entre classes diferentes. Em seguida, todas as
amostras que podem ser separadas por esse atributo sao removidas do conjunto de dados

e o proximo atributo mais discriminativo é selecionado.

Esse procedimento ¢ repetido até que todas as amostras sejam separadas ou que
todos os atributos sejam analisados. Vale dizer que a medida retorna a proporcao de
instancias que puderam ser discriminadas (ORRIOLS-PUIG; MACIa; HO, 2010).

A medida descrita aqui é diferente, em partes, da F'3 que considera apenas o nimero

de amostras separadas pelo atributo mais discriminativo, em vez de todos os atributos.
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Assim, F'4 fornece mais informacoes, visto que leva em consideracao todos os atributos,

pois destaca o poder discriminativo coletivo de todos eles.

No trabalho de Lorena et al. (2019), considerou-se como resultado de F'4 a propor¢ao
de amostras que nao foram discriminadas, conforme apresentado na Equagao 3.14. A medida
F'4 ¢é calculada depois de i repeticoes serem realizadas através do conjunto de dados, onde
i esta no intervalo [1,d]. Se o primeiro dos atributos de entrada ja for capaz de discriminar
todas as amostras do conjunto, 7 é 1, embora possa chegar a d no caso de todos os atributos

terem que ser analisados.

F4 _ 77Jo(fmm()(z))7 (314>

n

Onde: 1, ( finin(X;)) mede o niimero de insténcias na regiao de sobreposigao do atributo fin
para o conjunto de dados da i-ésima repeticao (X;). Esse é o atributo mais discriminativo.
Tomando a i-ésima iteracao de F'4, o atributo mais discriminativo no conjunto de dados

(X;) pode ser encontrado usando a Equagao 3.15.

Foin(X3) = (] min(ro( )}, (315)

Onde: n,(f;) pode ser encontrado pela Equacao 3.13. E o conjunto de dados para cada

interacao pode ser definido pelas Equacgoes 3.16 e 3.17.

X, =X (3.16)

Xi = Xi*l — {.T]‘xﬂ < max mln(fmm(XZ,l)) V xji > min max(fmm(Xi,l))} (317)

Ressalta-se que o conjunto de dados, na i-ésima iteracao, ¢ reduzido removendo-se todos

os exemplares que puderam ser discriminados pelos atributos anteriores fin(X;—1).

3.2 Medidas de linearidade

As medidas de linearidade procuram avaliar até que ponto duas classes sao separdveis

linearmente, ou seja, se é possivel separar as classes por um hiperplano.

3.2.1 Soma da distancia de erro por programacao linear (L1)

Essa medida avalia o quanto os dados sao linearmente separaveis. Primeiro, constroi-

se um classificador linear, de modo a diminuir os erros na separacao das classes. Depois, a
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medida pode ser calculada pela soma das distancias de amostras classificadas incorretamente

até o limite linear construido pelo classificador.

Um valor zero dessa medida indica que o problema é linearmente separavel e pode
ser considerado simples. Ao contrario, quanto maior o valor da medida, mais complexo é

considerado o problema, no qual a separacao linear nao é eficiente.

As distancias do erro das amostras erradas pode ser calculada somando os valores
g; que corresponde & distancia da instancia até a fronteira definida pelo classificador
para todas as instancias classificadas erroneamente. A medida ¢ ilustrada na Figura 17,
em que as classes sdo representadas pelas diferentes figuras geométricas e a fronteira de

classificacao ¢é representada pela reta entre os conjuntos.

O valor da medida do erro é obtido pela Equacao 3.18. O valor L1 pode, entédo, ser

calculado com a Equacao 3.19.

1 n
SomaErroDist = —> ¢ (3.18)
ni3
1 SomaFErroDist
L1=1- = 3.19
1+ SomaErroDist 1+ SomaErroDist ( )
£ A

\4

f

Figura 17 — Cenario em que um classificador linear erra ao classificar as trés amostras

3.2.2 Taxa de erro do classificador linear (L2)

A medida L2 calcula a taxa de erro de um classificador linear. Ela avalia quantas
amostras estao localizadas em regides de classes diferentes da sua. O percentual de erro é

obtido através da relacao entre as amostras previstas incorretamente pelo total de amostras
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do conjunto. Perceba que a Figura 17 ilustra um cenario para estimagao da métrica. No
caso, o valor de L2 seria 0, 1111 (3/27). O calculo ¢ dado pela Equagao 3.20.

iy I(h(w;) # wy)

n

L2 =

(3.20)

Onde: I é uma fungao que retorna 1 se seu argumento for verdadeiro e 0 caso contrario,
h(z;) denota o classificador linear aplicado a i-ésima instancia z;; n representa o nimero

de instancias. A classe real de x; é denotada por w;.

3.2.3 Na&o linearidade de um classificador linear (L3)

A partir de um conjunto de dados de treino, cria-se um conjunto de teste por inter-
polacgao linear com coeficientes aleatorios entre pares de amostras escolhidas aleatoriamente

da mesma classe.

Em seguida, um classificador linear ¢é treinado com o conjunto de dados de treino e
tem sua taxa de erro calculada (que corresponde ao valor de L3), aplicando-se o classificador

sobre conjunto de dados de teste gerados, a partir da interpolacgao.

A L3 é aplicada em problemas de duas classes. Em cenarios multi-classes, é
necessario primeiro decompor o problema em subproblemas binarios. A medida L3 pode

ser expressa pela Equacao 3.21. Os valores mais altos indicam uma maior complexidade.

l

L8= 13" I(hx(el) #u) (3.21)

i=1

Em que: I é uma funcao que retorna 1 se seu argumento for verdadeiro e 0 caso contrario;
hx(x}) denota o classificador linear induzido a partir dos dados de treinamento originais
X aplicado a i-ésima instancia interpolada z}; [ é o nimero instancias interpoladas. A

classe real de x} é denotada por w;.

3.3 Medidas de vizinhanca

Essas medidas tentam encontrar a regiao de fronteira de decisao entre as classes e

apontar a sobreposicao, analisando as vizinhancas locais das instancias.

3.3.1 A fracdo de pontos na regido de fronteira (V1)

Nessa medida, primeiro é construida uma arvore geradora minima (MST - Minimum
Spanning Tree), a partir do conjunto de dados de entrada, conforme ilustrado na Figura

18, em que cada vértice corresponde a uma amostra e as arestas sao ponderadas de acordo
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com a distancia entre eles. Na ilustracao, cada forma geométrica corresponde a uma classe

distinta.

O valor de N1 é obtido calculando-se o percentual de vértices conectados a elementos
de classes diferentes pelo total de vértices, conforme apresenta a Equacgao 3.22. Essas
amostras estao préoximas a fronteira das classes ou em dreas de sobreposicao entre as
classes. Valores mais altos de N1 indicam que h& uma maior quantidade de sobreposicao
entre as classes na regiao da fronteira e, com isso, o problema de separacao das classes é

mais complexo.

\ 4

fi

Figura 18 — Arvore geradora minima construida com base no conjunto de dados de entrada

n;3

Onde: n é o nimero de vértices que compoem MST; I é uma fungdo que retorna 1 se seu
argumento for verdadeiro e 0 caso contrario; w; e w; sao as classes de saida dos elementos

T; € Tj.

3.3.2 Proporcdo da distancia intra/extra da classe do vizinho mais préximo
(N2)

Essa medida divide as somas das distancias entre cada amostra do conjunto de
dados e seu vizinho mais préximo da mesma classe (intra-classe) pela soma das distancias
entre cada amostra do conjunto de dados e seu vizinho mais préximo de outra classe
(extra-classe). O calculo da distancia é realizado usando a distancia euclidiana. A Figura
19 ilustra as distancias intra e extra-classes para uma amostra especifica de um conjunto
de dados em que as figuras representam duas classes distintas. O célculo ¢é feito conforme

Equacao 3.23.
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Figura 19 — Medida de complexidade N2

?:1 (5(277,, NN(.CEl) € ’LUz)
i1 0(zi, NN () € wy # w;)’

(3.23)

intra__extra =

Onde: 6(x;, NN(z;) € w;) corresponde a distdncia da instancia z; ao seu vizinho mais
proximo (NN) dentro da sua prépria classe w;; e 0(z;, NN(z;) € w; # w;) representa a
distancia de z; para o vizinho mais préximo de outra classe w; # w;. O valor de N2 pode

ser obtido conforme Equacao 3.24.

No—1_ 1 intra__extra

. = . (3.24)
1+ intra_extra 1+ intra_extra

3.3.3 Taxa de erro do classificador do vizinho mais préximo (N3)

A medida N3 corresponde a taxa de erro de um classificador INN (one Nearest
Neighbor). O percentual de erros é estimado pelo procedimento leave-one-out, que indica
quao proximas sao amostras de classes diferentes. Valores altos para N3 indicam que ha
sobreposicao nas regides de fronteiras, enquanto valores baixos indicam que existe um
espaco entre os elementos da regido da fronteira. A Equacao 3.25 demonstra o calculo da

medida.

im (AN N (z;) # w;)
n

N3 = (3.25)

Onde: N N (z;) representa a previsao do classificador de vizinho mais préximo; n representa

o numero de instancias; x; é a i-ésima instancia cuja classe é denotada por w;.
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3.3.4 Na&o linearidade do classificador do vizinho mais préximo (N4)

A ideia dessa medida é semelhante a L3. A diferenca esta no tipo do classificador
adotado. Enquanto a medida N4 usa um classificador baseado em vizinhanca (NN), a
medida L3 emprega um classificador linear. O valor de N4 pode ser obtido pela Equacao
3.26.

N4 — }glj [(N Ny (2) # w)) (3.26)

%
=1

Onde: NNx(z) denota o classificador de vizinhos mais préximos induzido a partir dos
dados de treinamento originais X; [ corresponde o ntimero de instancias interpoladas

presentes no conjunto x; cujos elementos tém suas classes denotadas por wy.

Valores mais altos de N4 indicam problemas de maior complexidade. Outro ponto a
observar em relacao a medida L3, é que N4 pode ser aplicado diretamente a problemas de
classificagdo com mais de duas classes, sem a necessidade de decompo-los em subproblemas

binarios.

3.3.5 Fracdo de esferas de cobertura méaxima do dados (7'1)

O processo para o calculo de T'1 consiste em primeiro construir circunferéncias com
o centro posicionado em cada uma das amostras do conjunto de dados. O raio de cada
circulo construido é aumentado progressivamente até que sua borda atinja uma amostra de
outra classe. Depois do processo ser realizado para todas as amostras, os circulos menores
que estiverem inteiramente contidos nos circulos maiores sao eliminados. O valor de T'1
correspondera a razao entre o nimero dos circulos restantes, frente ao niimero total de
amostras do conjunto (HO; BASU, 2002).

Uma implementagao alternativa para T'1 é proposta por Lorena et al. (2019). Essa
implementacao modifica a definicdo da interrupc¢ao no crescimento dos circulos. O raio de
cada um pode ser determinado diretamente com base na matriz de distancia entre todas
as amostras. Apds encontrar os raios de todas as circunferéncias, uma etapa posterior
pode ser aplicada para verificar quais circulos serao eliminados - no caso, aquelas que estao

dentro de circulos maiores.

3.4 Medidas de dimensionalidade

Esse grupo de medidas busca apresentar um indicativo da dispersao dos dados com
base nas dimensoes ocupadas pelos conjuntos. Quando temos bases de dados dispersas,

a tendéncia é de enfrentar uma dificuldade maior de extrair bons classificadores. Essa
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dificuldade ocorre, provavelmente, pela existéncia de regices de baixa densidade que

poderao ser classificadas aleatoriamente.

3.4.1 Ndmero médio de pontos por dimensdo (7'2)

A medida T2 caracteriza a dispersao dos dados. Na sua versao original, divide-se

o nimero de amostras n do conjunto de dados por sua dimensionalidade d (nimero de
atributos do conjunto de dados) (HO; BASU, 2002).

No trabalho de Lorena et al. (2019), foi considerado o inverso da medida com
finalidade de obter valores mais altos para conjuntos de dados mais complexos, conforme

apresentado na Equacao 3.27.

d
T2 = — 3.27
- (327)

3.4.2 Nimero médio de dimensGes PCA por pontos (7'3)

Proposta por Lorena et al. (2012), a medida T'3 é definida a partir de uma Principal
Component Analysis (PCA) do conjunto de dados. O PCA busca uma transformagao
das caracteristicas em funcgoes lineares nao correlacionadas que sao capazes de descrever
grande parte da variabilidade dos dados. Ele busca reduzir o nimero de dimensoes de um

conjunto de dados, projetando os dados em um novo plano.

Em vez da dimensionalidade bruta d do vetor de caracteristicas original (como em
T2), para se estimar T'3, é usado o niimero de componentes principais necessarios para
representar 95% da variabilidade dos dados (d’).Como a base de avaliagao da dispersao dos
dados. Obtido o valor de d’, T3 é obtida através da Equacao 3.28 em que n corresponde
ao numero de amostras do conjunto.

d/
T3 = (3.28)

3.4.3 Relacdo entre a dimensdo PCA e a dimens3o original (7'4)

Essa medida fornece, segundo Lorena et al. (2012), uma estimagdo aproximada da
proporcao de dimensoes relevantes para o conjunto de dados. Essa relevancia ¢ medida de
acordo com o critério PCA. Como em T3, d’ representa 95% da variabilidade dos dados e
d corresponde a dimensao original. A medida pode ser calculada pela Equacao 3.29.

d/

T4 = — 2
. (329)
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Quanto maior o valor de T'4, mais atributos originais sdo necessarios para descrever
a variabilidade dos dados. Isso indica um relacionamento mais complexo das variaveis de

entrada.

3.5 Medidas de balanco entre classes

Essas medidas tentam capturar perspectivas que podem influenciar amplamente o
desempenho preditivo das técnicas de aprendizagem de maquina ao solucionar problemas
de classificagdo de dados. O desbalanceamento de classes significa que ha uma diferenca
significativa no ntimero de instancias por classe no conjunto de dados de treinamento.
Quando essas diferencas existem no conjunto de dados, as técnicas de classificacao de
aprendizagem de maquina, em sua maioria, inclinam-se a favorecer a classe com maior
numero de instancia e apresentam problemas de generalizacao. Caso o problema tenha um
grande desequilibrio na proporc¢ao de instancia por classe, ele pode ser considerado mais

complexo do que um problema para o qual as proporcoes sao semelhantes.

3.5.1 Entropia da proporcdes das classe (C'1 - B1)

A medida Bl determina o balanceamento das classes no conjunto de dados
estimando-se a entropia normalizada da distribuicao dos tamanhos de cada grupo, de

acordo com a Equacgao 3.30.

ijpwJogOnu) (3.30)

Bl=——
lOg (nwz) =1

Onde: L indica o nimero de classes do problema; n,, corresponde ao niimero de instancias

da classe w;; e p,, consiste na proporcao de instancias da classe w; dentro do conjunto.

Essa medida vai atingir o valor maximo para problemas balanceados, ou seja,
problemas em que todas as classes tém proporg¢oes iguais. Estes podem ser considerados

problemas mais simples, de acordo com o aspecto do balanceamento da classe.

3.5.2 Relagdo de balanco multi-classes (C2 - B2)

Essa medida calcula razdo de desequilibrio IR (Equacao 3.32) para atender &
proporc¢ao de todas as distribuicoes de classe (TANWANI; FAROOQ), 2010).

1
B2=1-— 3.31
R (3.31)

Onde:
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L-1&  n,
IR==—=% (3.32)

=1 = Ny

[

Em que: n,, é o nimero de instancias da i-ésima classe, L é o nimero de classes e n
corresponde ao nimero total de instancias. Os valores maiores de B2 sao obtidos para
problemas de desequilibrio. J4 o valor minimo de B2 é alcancado para problemas totalmente

balanceados.

3.6 Medidas de correlacao de atributos

As medidas desse grupo consideram a correlacao dos valores dos atributos com as
saldas dos classificadores. Isso significa que se, pelo menos, um atributo estiver fortemente
correlacionado a saida, tem-se um indicativo de problemas mais simples. As medidas
desse grupo, em sua maioria, analisam cada atributo individualmente - o que se justifica
pelo fato dos autores Lorena et al. (2018) estarem preocupados com medidas simples que
fornecam um indicativo da complexidade do problema. Normalmente, uma combinacao de

mais medidas sera necessaria para caraterizar adequadamente o problema.

3.6.1 Correlacdo de atributos perante a saida (C'1)

Nessa medida, segundo Lorena et al. (2018), primeiro, deve-se calcular o valor
absoluto da correlagao de Spearman entre cada atributo e todas as saidas. O valor absoluto
é tomado porque ambos os extremos da medida de correlagdo, que variam entre [-1, 1],
representam uma forte correlagao, seja inversa ou direta. C1 representa o valor de correlagao
maxima obtido entre todos os atributos (semelhante a Razao Discriminante F'1 de Fisher)

perante as saidas, conforme representado na Equacao 3.33.
Cl= max [p(f;,w)| (3.33)
J=1

Onde: p é a correlagao de Spearman (SPEARMAN, 1904). Esta foi escolhida porque é nao
paramétrica e nao assume nenhuma distribuicao particular entre as saidas w (vetor de
classes) e os vetores de atributos preditivos do conjunto de dados, f; corresponde a cada
atributo de um vetor de atributos x de d elementos. Valores mais altos de C'1 indicam
problemas mais simples, onde hé pelo menos um atributo fortemente correlacionado com a
saida. Por exemplo, para um conjunto de dados X7, o valor C'1 é 1, uma vez que o atributo
fi1 tem correlagdo maxima com o atributo de saida(classe). J& para um conjunto de dados
X5, o valor C'1 é 0,03, indicando que nao ha relacionamento de nenhum dos atributos

preditivos com o atributo de saida (classe).
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3.6.2 Correlacdo média de atributos perante a saida (C2)

A medida C2 tem funcionamento similar a C1: a diferenca ocorre no fato de que,
ao invés de selecionarmos apenas o valor maximo da correlagdo entre os atributos e saidas
w (vetor de classes), ela calcula a média das correlagoes de todos os atributos com as
saidas w (vetor de classes). Portanto, é uma medida aproximada da relagao de todos os
atributos com a saida (LORENA et al., 2018). Ela ¢ definida na Equagao 3.34.

2= zdj |p(fil’ wl (3.34)

Onde p é a correlacao de Spearman (SPEARMAN, 1904); w se refere as possiveis saidas
(vetor de classes) e f; corresponde a cada atributo de um vetor composto por d de atributos
de cada elemento. Vale pontuar que valores mais altos da medida indicam problemas mais

simples.

3.6.3 Eficiéncia de atributo individual (C3)

Essa medida calcula, para cada atributo, o niimero de instancias que devem ser
removidas do conjunto de dados até que um valor alto de correlagao com a saida seja
atingido. Em seu trabalho, Lorena et al. (2018) adotam |p(f;,w)| > 0,9 como limiar para
definir correlagao alta, onde: p é a correlagdo de Spearman (SPEARMAN, 1904); w se
refere a saidas (vetor de classes) e f; corresponde a cada atributo de um vetor de atributos
x de d elementos. Posteriormente, calcula-se o nimero de instancia removidas pelo niimero

total de instancias.

A ideia é capturar o poder explicativo de cada um dos atributos, analisando quantas
das instancias originais podem se relacionar com a saida com uma confianga alta. Este
calculo é realizado para cada atributo individual e o minimo dos valores encontrados é
retornado. O resultado corresponde ao atributo mais relacionado a saida. Portanto, se
um atributo preditivo de um conjunto de dados estiver altamente relacionado a saida,
esta medida o interpreta como um problema de regressao simples. A medida C3 pode ser

expressa na Equacao 3.35.
C3 = min — (3.35)

Onde: n/ é o nimero de instancias removidos para obter um alto valor de correlacdo entre
0 j — ésimo vetor de atributos e a saida; n refere-se ao nimero de instancias do conjunto

e d ao namero de atributos.
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3.6.4 Eficiéncia de atributos coletivos (C'4)

Para se calcular essa medida, identifica-se, inicialmente, o atributo com maior
correlagdo com a saida. Todas as instancias com um pequeno valor residual (|e;| <0, 1),
apos um ajuste linear entre estes atributos e o atributo de saida, sao removidas. Em
seguida, o atributo mais correlacionado aos pontos de dados restantes é encontrado e o
processo anterior é repetido até que todos os atributos tenham sido analisados ou nenhuma
instdncia permaneca (LORENA et al., 2018). Diferente de C3, as instancias removidas em
uma rodada sao desconsideradas nas etapas seguintes. A medida retorna a proporc¢ao de
instancias para os quais os valores absolutos dos residuos do ajuste linear sdo maiores do

que o limite 0,1 e é definida pela Equacao 3.36.

#{ZE1||€$| > O’ ]‘}Xl

n/

C4=

(3.36)

Onde: o numerador (n') fornece o nimero de instdncias que permanecem no conjunto de
dados ao final da operacao C4. X; é o conjunto de dados a partir do qual esse nimero é
calculado e [ é o nimero de iteragoes realizadas pelo algoritmo (I € {1,2,...,d} em que d é

o numero de atributos) e x; corresponde a i-ésima instancia.

3.7 Demais medidas

Esta secao apresenta outras medidas encontradas na literatura que podem ser

usadas para caracterizar a complexidade dos problemas de classificacao.

3.7.1 Densidade (D1)

Essa medida pode ser definida pelo nimero médio de instancias por unidade de
volume onde todos os elementos estao distribuidos. O valor do volume é o produto dos
comprimentos de todos os intervalos dos atributos, em que os valores sdo abrangidos por

todas as classes (SOTOCA; SANCHEZ; MOLLINEDA, 2005).

3.7.2  Volume da vizinhanca local (D2)

Essa medida representa o volume médio ocupado pelos K vizinhos mais préximos
de cada instncia de treinamento (SANCHEZ; MOLLINEDA; SOTOCA, 2007). Seja
Ni(z;) o conjunto dos K vizinhos mais proximos de uma amostra z; de uma classe w;,

entao o volume deste pode ser calculado pela Equacao 3.37.

V, = hl:[ max (fr, Ne(z;)) — min( fp, Ni(z;))) (3.37)
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Onde: max( fr,, Ni(x;)) e min(fy,, Ni(x;)) representam, respectivamente, os valores maximos

e minimos do atributo f;, entre os K vizinhos mais préximos da amostra x;.

Com valores de V' calculados, o valor de D2 pode ser expresso como o valor médio

de V; para as n instancias de treinamento, representado pela Equacao 3.38.
D2 =— Z Vi (3.38)

3.7.3 Densidade da classe na regido de sobreposicio (D3)

As regioes de sobreposi¢ao possuem os casos mais criticos para a tarefa de classifi-
cagdo que originam a maior parte dos erros dos classificadores. Em vista disso, Sanchez,
Mollineda e Sotoca (2007) propuseram a medida de densidade D3, que tem como objetivo

determinar a densidade de cada classe nas regioes de sobreposicao.

O procedimento consiste, primeiramente, encontrar os K vizinhos mais proximos de
cada amostra x;. Entao, se a maioria desses K vizinhos pertencerem a uma classe diferente
da classe da amostra x;, podemos considerar que x; estd em um regiao de sobreposicao. O
valor de D3 para uma determinada classe w; é obtido pela relagao dos elementos na regiao

de sobreposicao frente ao total de instancias pertencentes a classe.

Observa-se que quanto mais alto o valor de D3 para uma determinada classe, menor

o numero de amostras de tal classe na regiao de sobreposicao.

3.8 Consideracdes finais

Este capitulo teve como finalidade apresentar as principais medidas de complexidade

presentes na literatura, detalhar seus conceitos e mostrar como elas podem ser calculadas.

Foram apresentados alguns grupos de medidas como: os que avaliam o quao
discriminativo sao os atributos; os que procuram avaliar até que ponto duas classes sao
separaveis linearmente; os que tentam encontrar a regiao de fronteira de decisao entre as
classes; os que apresentam um indicativo da dispersao dos dados; aqueles que mensuram o
desbalanceamento entre as classes; os que consideram a correlagao dos valores dos atributos

com as saidas e aqueles que determinam a densidade das classes.

A pesquisa acerca das medidas idealizou construir uma compreensao mais profunda
das métricas de complexidade, de forma a embasar o método especificado no préximo
capitulo. Nele, é apresentado um sistema de multiplos classificadores que apoia-se nos
conceitos apresentados nesse capitulo para realizar a selecdo dindmica de classificadores

em um sistema de classificacao.
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4 Metodologia

A estratégia proposta consiste em selecionar dinamicamente um ou mais classifica-
dores com base nas caracteristicas da instancia de teste. Uma das principais preocupagoes
¢é o uso das informacgoes de complexidade dos dados e a precisao dos classificadores perten-
centes ao subconjunto de instancias K que sao vizinhas da amostra de teste, obtidas por
estimativas em um conjunto de validagao. Este processo é semelhante as técnicas OLA
(WOODS; KEGELMEYER; BOWYER, 1997) e KNORAs (KO; SABOURIN; BRITTO
JR., 2008), exceto que o critério de defini¢do da vizinhanca é diferente, levando em

consideracao também a complexidade dos dados na nova abordagem.

4.1 Conjunto de dados

Antes de detalhar as etapas particulares da presente abordagem, vale mencionar
a divisao do conjunto de dados original em trés subconjuntos: treino, validacao e teste.
Para isso, é aplicado o método hold-out, que divide aleatoriamente o conjunto de dados
preservando a razao entre as classes (KOHAVI, 1995; YADAV; SHUKLA, 2016).

Esses conjuntos sao usados da seguinte forma:

e Conjunto de Treino (Xy.qn): para obter subconjuntos nos quais os modelos de

classificacao sao treinados;

« Conjunto de Valida¢ao (X,q): 0 objetivo é calibrar os modelos, bem como extrair

meta-informagoes, como os vizinhos de um determinado espacgo de caracteristicas

dado;

« Conjunto de Teste (Xyes): avaliagdo das estratégias de classificagao.

Durante os experimentos foi usado um total de 21 problemas de duas classes,
consistindo apenas de atributos numéricos e sem valores ausentes. Tais bases sao comumente

utilizadas na literatura para medir o desempenho de métodos de sele¢do dinamica.

Do grupo avaliado, dez conjuntos de dados vém do UCI Machine Learning Reposi-
tory (DUA; GRAFF, 2017), trés do KEEL Knowledge Extraction based on Evolutionary
Learning (ALCALA-FDEZ et al., 2010), trés da LKC Ludimila Kuncheva Collection
(KUNCHEVA, 2004), dois do STATLOG (KING; FENG; SUTHERLAND, 1995), um
da ELENA (Enhanced Learning for Evolutive Neural Architeture) (AVILES-CRUZ et al.,
1995) e duas bases artificiais geradas com a toolbox Matlab PRTOOLS (DUIN et al., 2004).

A Tabela 3 apresenta mais detalhes sobre cada conjunto de dados.
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Tabela 3 — Principais caracteristicas das bases usadas nos experimentos

Base Instancias Treino Teste Validagdo Atributos Classes Fonte
Adult 690 345 172 173 14 2 UCI
Banana 2000 1000 500 500 2 2 PRTools
Blood 748 374 187 187 4 2 UcClI
Diabetes 766 383 192 191 8 2 UCI
German 1000 500 250 250 24 2 STATLOG
Haberman 306 153 76 77 3 2 UCI
Heart 270 135 67 68 13 2 STATLOG
ILPD 583 292 145 146 10 2 UcCI
Tonosphere 350 176 87 87 34 2 UCI
Laryngeall 213 107 53 53 16 2 LKC
Lithuanian 2000 1000 500 500 2 2 PRTools
Liver 345 173 86 86 6 2 UCI
Magic 19020 9510 4755 4755 10 2 KEEL
Mammo 830 415 207 208 5 2 KEEL
Monk 432 216 108 108 6 2 KEEL
Phoneme 5404 2702 1351 1351 ) 2 ELENA
Sonar 208 104 52 52 60 2 UCI
Thyroid 692 346 173 173 16 2 LKC
Vertebral 300 150 75 75 6 2 UcClI
WBC 569 285 142 142 30 2 UCI
Weaning 302 151 75 76 17 2 LKC

Considerando esse cenario, a abordagem se apresenta como um processo envolvendo
cinco etapas {A, B, C, D e E} conforme representado na Figura 20. A primeira consiste na
criacao de varios classificadores. As préoximas etapas sao utilizadas para avaliar os modelos
quanto a complexidade dos dados referentes as instancias de validacao e teste. Por fim, a
selecao dos classificadores mais adequados no pool para classificar cada instancia de teste

por vez. Os detalhes relativos a cada etapa sao descritos a seguir.

4.2 Geracdo do conjunto de classificadores base (A)

Na fase de treinamento (Figura 20-A), um pool C' composto de M subconjuntos
extraidos do conjunto treino Xy.q, é criado com base no método Bagging (BREIMAN,
1996). Nesse processo, instancias sao selecionadas aleatoriamente com reposicao para
compor cada um dos subconjuntos M. Embora o processo seja aleatério, as proporgoes
originais entre as classes sao mantidas. Cada um dos subconjuntos formados é usado para

treinar um classificador base.

Os experimentos foram realizados em um cenéario com 20 repeti¢oes para cada
problema. Para cada repeticao, os conjuntos de dados foram divididos pelo método hold-
out, que divide os conjuntos aleatoriamente e preserva as proporcoes das classes. As
distribui¢oes adotadas foram de 50% para o conjunto de treinamento Xy,.q:n, 26% para o

conjunto de dados de validacdo X, e 25% para o conjunto de dados de teste X.q.

Um total de 100 subconjuntos foram gerados usando o método Bagging considerando
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Figura 20 — Visao geral da estratégia

o conjunto de dados de treinamento Xj,..;, para treinar 100 perceptrons e formar o pool
de classificadores C. Cada subconjunto construido possui 20% do tamanho do conjunto
de treinamento X;,..;,. Para estimar a assinatura de complexidade de cada instancia de
teste e validagao, foi escolhida uma vizinhanga de tamanho K = 30. Este valor mostrou-se
apropriado em estudos anteriores (BRUN et al., 2016; BRUN et al., 2018). Na fase de
selecao do classificador dindmico, uma vizinhanca de tamanho k£ = 7 foi usado. Este valor
tem sido usado em varios trabalhos na literatura para essas estratégias (KO; SABOURIN;
BRITTO JR., 2008; CRUZ; CAVALCANTI; REN, 2011; BRUN et al., 2016; CRUZ et al.,
2015; BRUN et al., 2018; CRUZ; SABOURIN; CAVALCANTI, 2018).

4.3 Opinido do conjunto de classificadores base para validacio (B)

Nesta etapa (Figura 20-B), os classificadores pertencentes ao pool (V C; € C),
formados na etapa anterior, opinam sobre cada instancia do conjunto de validagao X,4.
Portanto, a opinidao de cada classificador é agora conhecida e também se ele classifica

corretamente ou incorretamente cada padrao do conjunto X,;.

A opiniao dos classificadores é um dado importante. Ajuda a avaliar a competéncia
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dos membros do ensemble como parte da etapa de selecao. Os modelos mais adequados

sao aqueles que apresentam mais previsoes corretas na vizinhanga do padrao.

4.4 Assinatura de complexidade de instancias de validacdo (C)

O objetivo desta etapa é obter a assinatura de complexidade Sig(xv;) de cada
instancia zv; tal que V xv; € X,q, onde Sig(zv;) é um vetor de complexidades calculadas.
A estimativa do espago de complexidade, com base no conceito de espago de caracteristicas,
requer medidas de complexidade definidas a priori. Assim, é possivel determinar cada

posigao zv; com base na assinatura de complexidade Sig(xv;) (Figura 20-C).

Todas as vizinhangas de xv; sao estimadas em X,,;, usando o algoritmo do vizinho
mais préoximo e a distancia euclidiana como critérios. A Figura 21a mostra o espago de
caracteristicas (composto pelos atributos f; e f3) de X4, onde os K vizinhos de uma
instancia zv; (circulo azul ) e uma determinada instancia formam um subconjunto cuja
assinatura de complexidade é calculada. Neste caso particular, a assinatura é composta
apenas por medidas N2 e Flv. Este processo é repetido para todas as instancias perten-
centes a X,q;, criando um novo conjunto de dados, onde cada métrica de complexidade é

um atributo deste novo espaco, conforme mostrado na Figura 21b.

fa A
A
A A N2 A
A A A
A A A Sig(xv;) A A A
© SA A R LA A A
LV o o QAA A ® ° 02—-—5.______
.‘,A (o) (o] A A ST’g(mtz)
\’ o o%a o?©° A TAS
O‘-.._ A o] \ o) ©o ©
o o xt; O
6 ° °
o
fi Flv
(a) Espaco de caracteristicas (b) Espaco de complexidade

Figura 21 — Espaco de caracteristicas e representacao do espaco de complexidade

4.5 Assinatura de complexidade de insténcias de teste (D)

Uma vez coletadas as assinaturas de complexidade das instancias de validagao,
as assinaturas das instncias de teste Sig(xt;) sdo estimadas para todas as xt; € Xjeq,

respeitando o mesmo espago de complexidade de zv; (Figura 20-D).
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A assinatura de complexidade de teste Sig(zt;) considera os vizinhos da instancia
de teste zt; de acordo com a estimativa de xv; em X,4. A Figura 21a mostra o espago
de caracteristicas do conjunto de dados de validacao X,,. Uma instancia de teste xt;
(losango verde) é projetada e a identificagdo de K (na ilustracdo adotou-se um K = 5)
vizinhos de xt; é realizada. Esses vizinhos formam um subconjunto que é usado para obter
a assinatura de complexidade no espago F'lv x N2. Em outra etapa, a Figura 21b mostra
o espaco de complexidade, onde estao presentes as assinaturas de complexidade de todas
as instancias presentes em X,,. Além disso, destaca-se a assinatura Sig(zt;), que é a

projecao da instancia de teste xt; no mesmo espaco de complexidade de zv;.

4.6 Selecdo de classificadores (E)

Nesta fase (Figura 20-E), a preocupagao é selecionar um ou mais classificadores que
se espera que classifiquem corretamente uma determinada instancia de teste. As técnicas
de selecao dinamica utilizam o desempenho dos classificadores na vizinhanca do teste,
atendendo a critérios como acuracia. A selecdo dindmica aqui apresentada é baseada no
espaco de complexidade, entao a ideia é combinar pontuagoes de medida de complexidade
com o espaco de caracteristicas usado para treinar inicialmente os classificadores. Assumindo
o uso de todas as medidas da Data Complexity Library (DCoL) de Orriols-Puig, Macia e
Ho (2010), 14 medidas podem ser adicionadas ao vetor de caracteristicas originalmente
presentes no conjunto de dados. No entanto, o niimero de medidas de complexidade pode
variar em relagao a alguns critérios para escolha daquelas consideradas mais adequadas.
Um critério pode ser, por exemplo, o score de ganho de informacao desses novos atributos

(score de medidas de complexidade).

Os métodos cujas referéncias estao listadas na Tabela 4 foram executados a partir
do conjunto de dados original e sobre o conjunto de dados original combinado com os

recursos de complexidade. Seus desempenhos foram, entao, comparados.

Tabela 4 — Métodos de Sele¢ao Dindmica (DS) incluidos na andlise comparativa

Métodos de Selecao Dinamica Referéncias

Acurécia Local Total (OLA) (WOODS; KEGELMEYER; BOWYER, 1997)
Acuréacia Local da Classe (LCA) (WOODS; KEGELMEYER; BOWYER, 1997)
KNORA-Eliminate (KNORA-E) (KO; SABOURIN; BRITTO JR., 2008)
KNORA-Union (KNORA-U) (KO; SABOURIN; BRITTO JR., 2008)

Para a estratégia OLA, é escolhido o classificador com maior precisao na regiao
ao redor do teste (projetado no conjunto de validagdo). Para o LCA, é selecionado o
classificador que atingir o maior nimero de vizinhos cuja classe seja semelhante aquela
atribuida ao teste. Para o método KNORAU, todos os classificadores que acertam pelo

menos um vizinho da instancia de teste sao selecionados. No KNORAE, por outro lado,
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apenas os classificadores que acertam a todos os vizinhos do padrao de teste sdo escolhidos.
Se nenhum classificador o fizer, o nimero de vizinhos é reduzido até que pelo menos um

dos classificadores possa satisfazer esse requisito.

Em cenarios em que ha empate entre os classificadores presentes no pool, o método
de selecao escolhera todos aqueles que demonstraram a maior competéncia na vizinhanga
da instancia de teste. Quando mais que um classificador for escolhido, faz-se necessaria
uma ultima etapa no processo de classificagdo (Figura 20-F): a combinagao. Neste processo
foi adotado a estratégia do voto majoritario, visto que é a abordagem proposta pelos

autores das quatro estratégias avaliadas no estudo.

4.7 Avaliando as medidas de complexidade

Dependendo da complexidade do problema a ser analisado, um estimador de
complexidade pode enfatizar o quao dificil é a tarefa de classificar. Medidas de complexidade

sao descritores nos quais varias caracteristicas do conjunto de dados podem ser observadas.

Com a finalidade de trabalhar com as medidas que mais contribuem para identificar
a complexidade dos problemas, é realizada uma analise de ganho de informacao para
cada uma das 14 medidas estimadas pela Data Complezity Library (DColL) Orriols-Puig,
Macia e Ho (2010). A anélise foi baseada nas Equagoes 4.1 e 4.2. O termo p; corresponde
a probabilidade de ocorréncia de cada classe ¢ pertencente ao conjunto S. Na segunda
equacao, do ganho de informacao, cada atributo A tem seu ganho calculado. No nosso
cenario, tais atributos sao as medidas de complexidade. O termo v refere-se a todos os

valores que o atributo A pode assumir.

Entropia(S) = = _ pilogap; (4.1)

=1

Ganho(S, A) = Entropia(S) — > |SU|Entr0pia(Sv) (4.2)
vevatores(a) 19

O célculo, baseado na andlise de entropia, foi realizado em 20 repeti¢coes para

cada um dos 21 problemas apresentados no estudo. O objetivo foi identificar o ganho de
informacao alcancado a partir de cada medida. Quanto o maior o valor do ganho, mais a
medida contribui para o processo de classificacdo. Para tanto, ranqueamos as medidas de
acordo com o valor do ganho para cada problema do estudo. O melhor rank (1} posicao) é
atribuido a medida com maior ganho de ganho de informacao. Posteriormente calculamos o
ranking média de todas os descritores de complexidade. A tabela 5 mostra as classificagoes

médias de ganho de informacao obtidas nesta analise.



Capitulo 4. Metodologia 67

Tabela 5 — Classificagdo média de ganho de informacao para as medidas de complexidade

Métrica Classificacao média

Flv 1,10
F1 2,29
N2 3,48
L1 3,86
F2 5,90
F3 7,38
L2 7,38
N1 7.57
N4 8,48
N3 9,43
F4 10,67
T1 11,62
L3 11,86
T2 14,00

Os valores apresentados mostram algumas medidas com ganho de informacao
consideravel, como F'1, F'lv, N2 e L1. Por outro lado, existem medidas em que o ganho

de informacao obtido é minimo, como F4, T'1, L3 e T2.

Apébs a andlise do ganho de informacao, apenas as medidas F'1, Flv, N2 e L1
foram selecionadas por enfatizarem a complexidade dos 21 problemas de classificacao
considerados. Vale ressaltar que a inclusao de outras medidas nos experimentos, geralmente,

degradava o desempenho da estratégia de selecao proposta.

As quatro métricas de complexidade selecionadas foram adicionadas ao conjunto
original de atributos, criando um novo espago de representacao que combina as caracte-
risticas originais das instancias com seus descritores de complexidade. Este processo é
ilustrado na Figura 22. As caracteristicas originais (f; e f2) foram agrupadas as medidas
de complexidade, neste caso, representadas somente por N2 por simplicidade. Assim, as
caracteristicas do conjunto de dados original tém sua dimensionalidade aumentada em
quatro unidades (F'1, Flv, L1 e N2).

O processo de adigao dos novos quatro atributos é realizado para todas as instancias
de X,q e todos os elementos de X, mantendo a consisténcia dos atributos nas etapas
de treinamento e teste. Os classificadores selecionados na nova representacao de dados,
de acordo com os k vizinhos mais proximos de cada instancia de teste, sdo definidos no
conjunto de validagao atualizado, levando em consideracao as caracteristicas dos dois

espacos de representacao.

A decisao de agrupar os dados originais com os quatro descritores de complexidade
deu-se a partir da analise de desempenho da adocao exclusiva das medidas de complexidade

como critério de selecao. Os experimentos que levaram em conta apenas os descritores
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Figura 22 — Representacao do novo espaco de caracteristica, combinando a caracteristica
original com as medidas de complexidade.

F1, Flv, L1 e N2 como critério de vizinhanga apresentaram resultados inferiores em

comparag¢ao a abordagem que combinou os dois conjuntos de caracteristicas.

4.8 Consideracoes Finais

Neste capitulo, foi descrita a estratégia do proposta, que utiliza as medidas de
complexidade e a acuracia como critérios de selecao dos classificadores mais adequados
para cada exemplar de teste. Nele, foram detalhados a estrutura da estratégia proposta e
o funcionamento de cada uma de suas etapas. No préximo capitulo, serdao apresentados os
parametros, decisoes de projeto e recursos utilizados nos procedimentos adotados durante

a execucao dos experimentos bem como as percepcoes alcangadas a partir destes.
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5 Experimento e Resultados

No capitulo anterior foi apresentada, de forma generalista, a estratégia proposta.
Neste capitulo sao apresentados os resultados alcancados com base nas configuracoes de

parametros apresentados no capitulo anterior.

Os resultados obtidos nas vinte execugoes sao mostrados na Tabela 6. Os valores
correspondem a acuracia média das 20 repeticdes do método para cada um dos problemas

estudados. Além do valor médio da precisao, o desvio padrao também é fornecido.

A Tabela 6 mostra o desempenho das quatro estratégias de selecao dinamica
usando o conjunto de dados original: OLA, LCA, KNORAU e KNORAE. Além disso, o
desempenho das quatro estratégias ¢ mostrado usando os conjuntos de dados combinados
(caracteristicas e descritores de complexidade), aqui referidos como OLA_C, LCA_C,
KNORAU_C e KNORAE_C. Entao, cada estratégia é comparada com a variagdo no
conjunto base, ou seja, OLA vs. OLA__C e assim sucessivamente. Os valores em negrito

correspondem ao melhor desempenho para aquela base/método.

Considerando os cenarios estudados, foram feitas 84 comparagoes, 21 para cada
variante do método de selegao. Para ilustrar os comportamentos observados, a Figura
23 apresenta o numero de casos observados para cada caso. O niimero de vezes em que
adotar as medidas de complexidade juntamente com as caracteristicas originais levou a
ganha de acuracia estd representado nas colunas em verde. Os casos em que a selecao
apresentou o melhor desempenho ao se adotar apenas os atributos originais das bases sao
representados nas colunas em azul. Por fim, nas colunas na cor laranja estao representadas
as quantidades de vezes em que nao se observou variacao na acuracia do método ao se

adotar as medidas de complexidade ou o conjunto de dados original.

A comparacao do desempenho do OLA é mostrada no primeiro grupo da Figura 23
(OLA vs OLA_ C). Nesse cenario, observou-se que as medidas de complexidade proporcio-
naram um aumento na acurdcia média em 10 ocasioes. Em sete casos, houve diminuicao
da acuracia quando tais medidas foram aplicadas e, nos quatro cendrios restantes, nao

houve alteracao no desempenho médio da estratégia.

A andlise do desempenho do método LCA (LCA vs. LCA__C) mostrou que: em dez
das 21 comparagoes, houve melhora na acuracia média do método; em quatro ocasides,
houve diminuicao na taxa de acerto; e, nas sete bases restantes, nao houve alteracao na

precisao da estratégia de selegao.

O método de selecao dindmica KNORA-Union (KU vs. KU_C) foi o menos

suscetivel a variacao no conjunto de atributos utilizados na selecao do classificador. Foram
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Figura 23 — Grafico comparativo entre os desempenhos das abordagens com e sem a adigao
das medidas de complexidade. Em verde as vitérias da técnica que adota as
medidas, em azul as derrotas e em laranja os empates

observadas 14 ocasioes onde nao houve variagdo no desempenho médio do método. Além
disso, o uso de medidas de complexidade aumentou a precisao do algoritmo em dois casos,
sendo que, nas cinco bases restantes, foi mais interessante utilizar apenas os atributos

originais das bases.

O comportamento da estratégia de selegago KNORA-Eliminate (KE vs. KE C) foi
semelhante ao OLA. A adoc¢do de medidas de complexidade foi mais precisa em dez casos.
Em sete cenarios, essa adicao levou a uma diminui¢ao na precisao e, nos quatro casos

restantes, ndo houve alteragao no desempenho do KNORA-E.

Variagoes no desempenho das abordagens comparadas aconteceram conforme
observado no desvio padrao na Tabela 6. Analisando as repeti¢oes, o comportamento do
novo método, em uma comparac¢ao justa com os demais, mostra que, quando o ganho de
informacao é maior, a acurdcia comumente é maior, sugerindo, uma melhoria no processo

de sele¢ao de classificadores. Da mesma forma, o oposto é provado ser verdade.
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Em uma analise de grupo do desempenho dos métodos, verificou-se que a acuracia
média aumentou em 32 casos (39,51% do total) quando as caracteristicas de complexi-
dade foram usadas em conjunto com as caracteristicas originais. Ademais, os métodos
apresentaram desempenho semelhante em 29 ocasides (35,8%), independentemente dos
atributos utilizados na selecao e, por fim, observou-se uma diminuicao na acuracia média
dos métodos em 23 cendrios (28,4%). Além disso, para os vinte problemas avaliados em
17 ocasioes o melhor desempenho geral foi alcancado levando em conta as medidas de

complexidade na selecao dos classificadores.

5.1 Consideracoes finais

Neste capitulo, foram apresentados os experimentos e a analise realizada com a
finalidade de avaliar a estratégia proposta. Foi objeto de estudo o desempenho de quatro
métodos classicos da DS com espago do problema alterado. A avaliagdo da proposta mostrou-
se positiva nos métodos OLA, LCA e KNORAE, onde houve aumento de desempenho na
maioria dos conjuntos de dados testados. Enquanto, no método KNORAU o desempenho

foi semelhante, visto que o método é menos criterioso na escolha do classificador.
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6 Conclusoes

Neste trabalho, propomos uma abordagem de Selecao Dinamica na qual a comple-
xidade do problema de classificagdo é considerada como parte do espago de caracteristicas.
A premissa é de que seria positivo, em termos de acurécia, selecionar classificadores cujo
desempenho fosse melhor em vizinhangas cuja complexidade é similar & instancia de teste

em analise.

Com o objetivo de avaliar a aplicabilidade e contribuicao da abordagem proposta
realizou-se um experimento composto por 21 problemas binarios sob um execucao composta
de 20 repeticoes. Para cada problema comparou-se o desempenho de quatro abordagens
classicas de selegdo dindmica de classificadores (OLA, LCA, KNORAU ¢ KNORAE)
usando apenas o conjunto original de caracteristicas frente ao desempenho alcancando
pelas mesmas abordagens mas considerando como espaco de caracteristicas a combinacao

dos atributos originais com descritores de complexidade.

As medidas provaram apresentar um indice de informagao consideravel e elevaram
a acuracia das abordagens classicas de DS. Apesar disso, nem todas as medidas contribuem
para a precisao do sistema, principalmente aquelas com baixo score de ganho de informacao.
As medidas mais influentes e que foram adotadas nos experimentos foram F'1, Flv, L1 e
N2.

A nova abordagem é promissora. Os resultados mostram que em 71,6% dos casos
observou-se um cendrio positivo e que em apenas 28, 4% dos cendrios testados observou-se
piora na acurdcia. Além disso, em 85% dos problemas o melhor desempenho geral foi

alcancado quando os atributos de complexidade foram empregados.

Os experimentos realizados levaram em conta apenas abordagens classicas de DS,
entretanto, a técnica explorada pode ser usada para abordagens mais recentes e também
projetar novos métodos que assumem medidas de complexidade, como critérios para

selecionar os classificadores mais adequados de acordo com cada problema em particular.

Medidas de complexidade lidam com diferentes aspectos do problema de classifi-
cagao, portanto, em pesquisas futuras, métodos que explorem essas diferencas como um
aspecto de complementaridade devem ser considerados. Este trabalho apresenta o ganho
de informagao como critério para selecionar medidas de menor complexidade. No entanto,

outros critérios também podem ser interessantes.

Outro aspecto da pesquisa a ser observado sao as medidas de complexidade. Neste
trabalho elas foram escolhidas estaticamente, ou seja, as mesmas medidas sao adotadas

para todos os conjuntos de dados e repetigoes. Pesquisas futuras podem considerar escolher
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essas medidas dinamicamente, de acordo com cada padrao e conjunto de dados.

Na formacao do novo espago do problema foram combinados todos os atributos
originais do conjunto de dados com as medidas de complexidades selecionadas. Pode
ser interessante realizar um estudo para avaliar se a utilizagao de um subconjunto dos
atributos originais combinados com as medias de complexidade poderia levar a melhores

resultados.
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